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Méréselmélet: 1. Bevezetés

1. Bevezetés

1.1. A Méréselmélet c. targy célkitiizése

A Méréselmélet c. targy arra vallalkozik, hogy rendszerezett formaban attekintse azokat a
megfontolasokat ¢és modszereket, amelyek alapvetok meérési adatok felhasznéalasa és
feldolgozasa sordn. A mérési adatok a bennilinket korllvevd valosdg megfigyelésébol
szarmaznak, annak jobb megismerését és befolydsolasat teszik lehetévé. A jobb
(“pontosabb”) megismerésre és befolydsolasra iranyuld torekvés valdojaban egy permanens
folyamat, amely az elGzetes, és a méréssel megszerzett ismeretek egyre finomabb 6tvozése
révén éri el céljat.

A Meéréselmélet c. targy keretében a mesterképzés céljait leginkabb azzal szolgaljuk, hogy
felidézziik azokat a megfontoldsokat, amelyek a mérési adatokban rejlé informaciok hatékony
kinyerését teszik lehetdvé. Targyaljuk azokat a modszereket, amelyek alapjan dontéseket
tudunk tdmogatni, paraméterek értékét tudjuk megbecsiilni és le tudjuk irni, vagyis modellezni
tudjuk a kornyezetiink valds idejii mechanizmusait. Fél szemmel arra is figyeliink, hogy az
adatok valos ideju feldolgozasa miként lehetséges, és hogyan integralhatok ezek a modszerek
a kilonféle CPS, 10T, Industry 4.0 rendszereink részegységeibe, ill. autonom mikodést
biztositd vezérld mechanizmusaiba.

1.2. Mit tanultunk Méréstechnikabol?

Emlékezteto: A Méréstechnika c. targy keretében megismerkedhettink a méréselmélet
alapjaival a kovetkez6 cimszavak, ill. témakorok mentén:

- Meérés és modellezés

- Modellillesztés

- Meérési hibak (modellezési, atviteli és miiszer-hiba)
- hibaterjedés (a teljes differencial alkalmazasa)
- mérdeszkdz strukturdk (soros, parhuzamos, visszacsatolt)
- jelatalakitok hibai (nullpont, terhelési, hdmérsékleti, kalibracios, stb. hibak)
- amiszerek pontossdga (analdg, digitalis; alkatrész és frekvenciafliggés)

- Elemi mérési modszerek (differencia, kozvetlen és kozvetett 6sszehasonlitas, helyettesitd,
felcserélési vagy Gauss modszer)

- Meérési sorozat kiértékelése (megadando a helyes értek legvalosziniibb értéke/becsldje, a
becslés bizonytalansaga; az atlag szordsa; konfidencia szdmitas)

- A mérési bizonytalansag kifejezése (a GUM modszer)

Ezen témakorok ismeretét a Méréselmélet targy el6tanulmanyi kdvetelményének tekintjiik, a
fenti cimszavak koziil mélyebben csak a modellillesztés témakorét érintjiik.

1.3. A mérési eljaras sajatossagai

A mérési eljaras a megismerési folyamat része, amelynek sordn a rendelkezésiinkre allo
ismereteinket pontositjuk, ill. bévitjiik. Az 1. abra ennek a folyamatnak az interpretalasat
segiti. A mérés soran a valosag jelenségeit szeretnénk megragadni. Ezt a ,,megragadast”
elészeretettel végezziik olyan jellemzOkre épitve, amelyek valamilyen értelemben stabilitast
mutatnak. Ilyen jellemzOkhoz (is) absztrakcio révén jutunk. Kiemelt szerephez jutnak

- az dallapotvaltozok (X), amelyek valtozasai a kolcsonhatasok révén fellépd energia-
folyamatokhoz kothetok (fesziiltség, nyomas, hémérséklet, sebesség, stb.)
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- aparaméterek (a), amelyek a kolcsonhatasok intenzitisviszonyait ragadjak meg, és
- astrukturak (S), amelyek a rendszer-komponensek kapcsolatait irjak le.

|
L. | ) .
A valdsag (tere) | A megfigyelések (tere) A déntések/becslések (tere)
|

v Q) R

bizonytalansag

(zajos) csatorna

' '

megfigyelési folyamat megfigyelési folyamat ,inverze”
1. abra. A mérési eljaras

A valésag ,tere” egy olyan absztrakcid, amelyben a vizsgalt jellemzdok konkrét értékei a tér
egy pontjanak felelnek meg. A mérés el6tt a pont koordinatait nem ismerjiik. A mérések soran
egy-egy ilyen pont koordinatainak meghatarozasara (megmérésére) toreksziink, ami — ismert
modon — csak kozelitdleg lehetséges, mivel a mérés hibaval terhelt. Tovabbi nehézség, hogy a
mérendd mennyiséghez sok esetben nem fériink kozvetleniil hozza, ezért tobbnyire csak
valamilyen leképzésébdl tudunk kiindulni. Ezt a leképzést nevezziik megfigyelésnek. A
mérendd €és a megfigyelt érték kozotti it a mérési/jelatviteli csatorna.

1.3.1. Megfigyelés determinisztikus csatorna esetén

A 2. abra illusztrativ példaként egy idOben diszkrét megfigyeldt mutat be. A ,,valésagot” €s a
megfigyelést leird allapot, ill. megfigyelési egyenletek®:
x(n+1) = Ax(n), 1)
y(n) = Cx(n), 2)

x(n+1) = Ax(n) y s Korrekcié 4\ x(n+1) = Ax(n) + Ge(n)
y(n) = Cx(n) y(n) e(n) —/ y(n) = Cx(n)

\/

e(n) =y(m) —yn)
2. abra. Id6ben diszkrét megfigyeld

ahol az x(n) allapotvektor N dimenzids, az A allapotatmenet matrix N * N dimenzids, az
y(n) megfigyelés M < N dimenzioés vektor, a € megfigyelési matrix pedig M * N dimenzids.
Célunk az x(n) allapotvektor becslése. Ennek eszkdze a megfigyeld, amely a ,,valosag”
masolata igyekszik lenni azéltal, hogy egy korrekcios/tanuldé/adaptdldé mechanizmus
eredményeképpen koveti azt. A kovetés bekovetkeztével a mérés ,.eredménye” X(n) a

1 A jegyzetben domindlnak azok a jeldlések, amelyek tébb megfigyelés egyidej(i figyelembevételére utalnak. Az
ilyen értelemben tébbvaltozds fliggvények esetében ennek tényét csak esetenként hangsulyozzuk, tobbnyire
kiilon nem jeldljik, hanem kézenfekvének tekintjilk annak kévetkezményeivel egyltt. Vektorok és matrixok
esetében azonban ennek tényét a szokasos bold szedéssel jelezziik.
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megfigyelobdl olvashatd ki. A megfigyeloben megvaldsuld ,,méasolat” allapot, ill.
megfigyelési egyenletei:

x(n+1) = Ax(n) + Ge(n), (3)

y(n) = Cx(n), (4)
ahol a G korrekciés matrix N*M dimenziés, e(n) = y(n) —y(n). A G matrixot gy
tervezziik meg, hogy x(n) — Xx(n). (1) és (3) kiilonbségét képezve:

x(n+1) —(n+ 1) = Ax(n) — A%(n) — Ge(n) = (A — 6C)(x(n) —%(n)).  (5)
Bevezetve az e(n+ 1) = x(n+ 1) —X(n + 1), valamint az F = A — GC jeloléseket, az Gn.
hibarendszer allapotatmenet matrixa:

g(n+1) = Fe(n). (6)
A G korrekcios matrixot ugy kell megtervezni, hogy |le(n)]| — 0, aminek érdekében

célszeriien [|e(n + 1)|| < |l[e(n)]|, V n-re, azaz F csokkenti €(n) hosszat minden 1épésben,
vagyis idegen szoval ,.kontraktiv”.

Megjegyzések:

1. Az &(n) hibavektorral kapcsolatos egyenl6tlenség értelemszerien a vektor hosszara
(normdjara) értelmezendd, skalér esetben pedig a hiba abszolut értékére.

2. A hiba eltinéséhez természetesen nem kell megkdvetelniink a csokkenés monotonitasat,
csak a hibarendszer stabilitasat, azaz kiilsé gerjesztés nélkiili esetben a nulldhoz
konvergalasat. Ez interpretalhatd ugy is, hogy a hibarendszer a belsé energiajat a stabil
allapot elérése érdekében leadja, idegen szoval disszipalja. Ha ez a disszipacid az iteracio
minden 1épésében fennall, akkor a hibavektor hosszdnak csokkenése monoton folyamat
lesz.

Esetek:

1. F = A— GC = 0. Ebben az esetben G = AC™1. Ez akkor lehetséges, ha C négyzetes, azaz
a megfigyelés éppen annyi komponensii, mint maga az allapotvektor. Igy aztan nem is
csoda, hogy iteraci6 nélkiil, egyetlen 1épésben meg tudjuk hatarozni az allapotvektor
értékét. Ez azt jelenti, hogy a megfigyeld, ezen beliil a ,,masolat”, egyetlen 1épés utan
kovetni képes a megfigyelt (fizikai) rendszert.

2. FN = (A — GC)N = 0. Ebben az esetben a hibarendszer N 1épésben konvergal:
x(N) —%(N) = (A - GC)" (x(0) — %(0)) = 0. (7)

Az FN = 0 tulajdonsaga matrixok, az n. nemderogatorius nilpotens matrixok, amelyek
sajatja, hogy valamennyi sajatértékiik nulla. Az ilyen tulajdonsagu allapotdtmenet
matrixszal jellemezhetd rendszerek véges impulzusvalasziuak (un. FIR rendszerek), hiszen
a kezdeti hiba véges l1épésben elttinik. (Megjegyzés: ha FM = 0, ahol M < N, akkor F un.
derogatorius nilpotens matrix, ilyenkor a konvergencia kevesebb, mint N Iépésben
bekovetkezik.)

3. Ha FN = (A4 — GC)N =+ 0, akkor a stabilra tervezett hibarendszer allapotvektoranak hossza
exponencialis jelleggel fog csokkenni. Egy ilyen hibarendszer akkor lesz stabil, ha dsszes
sajatértéke az egységsugaru koron beliil helyezkedik el. Az ilyen tulajdonsagu
allapotatmenet matrixszal jellemezhetd rendszerek végtelen impulzusvalasziiak (un. IIR
rendszerek), mert a kezdeti hiba csak végtelen 1€pésben tiinik el.
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Példak:

51 1 M1 071,._1 0 - ”
1. Példa: Adott A = [O _1], C= [O 1]. Hogyan allitsuk be G-t*

a1 _ a1 0
G=act=a= |
2. Példa: Adott A = [(1) 0 ;€ =11 1] Hogyan alitsuk be 647 6 = [‘32] =7
_ [90 9o Yo _ _[1—90 =90 ]
¢= [gl] [ 1=, gl]' 14 -6l = [ —91 —1-1gif
[A — GC]? = 0 alapjan hatarozzuk meg G-t:

[1_90 - ”1_90 —Yo ]
91 —1-gil-91 -1-g4
=l1_290+90+9091 —go + 95 + 9o + 9091 =[0 0]
—91+9i+ 91+ 9091 1+2g1+9i+gog:| 0 O
A mellékatld kifejezéseit a foatlo kifejezéseibe behelyettesitve kapjuk: 1 —2g, =0,
illetve 1 4+ 2g, = 0, amibdl: g, = 0.5 és g; = —0.5. Ellenc’irzésképpen:
0.5 —-0.5 -0.5
0s osllos —osl=lo o
3. Példa: Hatarozzuk meg [A — GC] sajatértékeit a 2. Példa eredmenyének felhasznalasaval:
det[Al —A+6C1=0=det[* "0 0> | =(@-05)+05)+0.25

-05 A4+0.5
= 1?—-0.25+0.25 = 0.

Mindkét sajatérték nulla.
Megjegyzések:
1. Ez a tulajdonsag altalanosan igaz véges lépésben konvergalni képes rendszerek
esetében.

2. Az ilyen rendszerek atviteli fiiggvénye olyan (elfajuld) racionalis tortfiiggvény,
amelynek valamennyi p6lusa az origdban van:

ay + aAn-1Z + aN_ZZZ + -+ alzN_l

HZz)=az7'+a,z2+-+ayz™V = Py (8)

Ezek az un. véges impulzusvalasza (FIR) sziirk. (8) idétartomanybeli megfeleldje:
yn) =a;x(n—1) +a,x(n—2) + -+ ayx(n — N), 9)

ahol a valos idejii kiszamithatosag miatt csak x(n) korabbi mintai szerepelhetnek.

3. A 3. példaban a sajatértékekre vonatkoz¢ feltétel felhasznalhatd a g, és a g,értékek
meghatarozasara:

0 A—=1+go 9o ]_
det[AI — A + GC] = 0 = det g A+1+g.~
=2 +Ago+g)+g0—g1—1=2=0

Ebbél: gy + g1 = 0, 1ll. gg — g1 = 1, amibdl: g, = 0.5 és g = —0.5.
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1.3.2. Megfigyelés zajos csatorna esetén

Ebben az esetben nem &(n) —— 0 az elvarasunk, hanem az, hogy a négyzetes hiba
n—->oo
E[eT(n)e(n)] = trE[e(n)e" (n)] —— min legyen. Ezzel egyidejiileg a hibarendszer (6)
n—-oo
allapotegyenletét az

Ele(n+ 1)e"(n + 1)] = FE[e(n)e" (n)]F" (10)

Osszefliggés valtja fel. Az itt szerepld hiba-matrix kdzponti szerepet kap a hires Kalman
prediktor, ill. sziir6 esetében. (R.E. Kalman vilaghirii, 2016-ban elhunyt magyar szarmazasu
tudos.) Ezzel az esettel részletesebben is foglalkozunk a “4. Sziiréselmélet alapjai” cimii
fejezetben.

Megjegyzések:

1. A 2. abran lathat6 elrendezés mindkét modellje ,,gerjeszthetd” egy kozds gerjesztéssel.
Mivel a modellek linearisak, a szuperpozicido értelmében a megfigyeld konvergenciaja
valtozatlanul megvalosul.

2. A 2. abra szerinti megfigyel6t Luenberger megfigyel6nek nevezziik. Luenberger szerint
majdnem minden rendszer megfigyeld. A megfigyeld tulajdonsag feltétele, hogy a
megfigyelo legyen ,,gyorsabb”, mint a megfigyelt rendszer, kiilonben nem képes kovetni a
valtozéasokat.

3. Egy ellenallas- vagy impedancia-mér6 hid ismeretlen elemet tartalmazo hidaga a valosag
fizikai modellje, a kiegyenlité elemet tartalmaz6 aga pedig a megfigyeldben felépiild,
beallithaté/hangolhatdo modell. A hidagak osztopontjan megjelend fesziiltségek kiillonbsége
vezérli a hangolést, és a végén a két fesziiltség megegyezik, a beéllithato elemrdl leolvasott
értek segitségével meghatarozhaté az ismeretlen. Ez az 4ramkdr, a hangolast végzo
operator részvételével megvalositja a megfigyel6t.

1.4. A zajos csatorna modellezése

Véletlen események leirasara valoszinliségi valtozokat, ill. sztochasztikus folyamatokat
hasznalunk. Az x(w) valdszinliségi valtozd egy olyan fiiggvény, amely a valdsziniiségi
eseménytér @ eseményeihez valos szdmokat rendel. A véletlen jelenségekbdl szarmazo
mintakbol hisztogramot készitve megkapjuk a valdsziniiség striségfiiggvény statisztikai
jellemzését (1asd 3. abra). Ha a hisztogram felbontasat minden

(relativ)

gyakorisag
A

»

Xo x(w)
3. abra. Véletlen eseményekhez rendelt értékek hisztogramja

hataron tl finomitjuk, és végtelen szamu kisérletet végziink, akkor megkapjuk az f(x) Gn.
valoszintiség strtiségfiiggvényt. Ennek integralja, azaz a gorbe alatti teriilete egy adott u-ig
terjedden
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F(u) = fuf(v)dv =P(x<u) (12)

az un. eloszlasfiiggvény, ami megmondja mennyi annak valoszinlisége, hogy a valosziniiségi
valtozo értéke u-nal nem nagyobb. Az x(t, w) sztochasztikus folyamat egy olyan fliggvény,
amely a valdszinliségi eseménytér @ eseményeihez valos idéfliggvényeket rendel (lasd 4.
abra). Ezen fiiggvények adott idopontbeli (pl. ty) értékei egy valoszinliségi valtozot
reprezentalnak.

A sztochasztikus folyamat
X(woq,t
& :Dz/ﬁ)%
h M
x(wo, to)
t

to
4. abra. A sztochasztikus folyamat jellemzése

2. A dontéselmélet alapjai
Példa: detektalas radarral. Binaris vagy kéthipotézises dontés: eldontendd a jelenlét vagy a
jelen nem 1ét kérdése. A mérési eljaras sémajat az 5. abran lathatjuk. A csatorna zajos,

ugyanarrdl a jelenségrdl rendre eltérd értékli megfigyeléseket kapunk. El kell donteniink,
hogy — egy vagy tobb megfigyelésre alapozva — a két lehetséges hipotézisb6l melyiket

forras <<@_\g’d6ntés

megfigyelések ' dontések tere
tere

fogadjuk el:
5. abra. A dontés sémdja

H, hipotézis: az (ellenséges) objektum nincs jelen.
H; hipotézis: az (ellenséges) objektum jelen van.
Lehetséges hibak:

Elfogadjuk H,-t, holott H; igaz. Ennek valoszintisége Py, (miss probability),
Elfogadjuk H,-t, holott H, igaz. Ennek valdsziniisége Py (false alarm probability).

A dontéshez eldzetesen felvessziik a megfigyelések hisztogramjat, és abbol kozelitleg
eléallitjuk az f(leO) és f(z|H,) feltételes stirliségfiiggvényeket. Ezeket csatorna-
karakterisztikdknak is nevezziik. A feltétel egyik vagy masik hipotézisnek megfeleld
viselkedés. (Vegyiik észre, hogy ez egy informaciogytjtési, azaz tanuldsi fazis.) A két
stirliségfiiggvény egymashoz vald viszonyat a 6. abra mutatja be. Keressiik a dontési
kiiszobot valamilyen optimum kritérium szerint. Mivel a slriiségfiiggvények atlapolodnak,
ezért a dontési kiiszob meghatdrozasa nem trivialis. Az ehhez alkalmazhato konkrét stratégia a
rendelkezésre all6 informacio fiiggvénye.
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dontési kiszob

f(z|Ho) f(z|Ha)

v
N

Zo . Z
6. abra. A feltételes sﬁrﬁség_i{ﬁjggvények egymashoz vald viszonya
Kéthipotézises Bayes dontés:
Feltételei: 1. Ismerjiik az Gn. a priori valészintségeket: Hy = P, és H; - P;.
2. Ismerjiik a csatornakarakterisztikakat: f(z|H 0) és f(z|H 1).
Definialjuk a koltségeket:
C;; annak a koltsége, hogy az i-edik hipotézist fogadtuk el, holott a j-edik igaz.
Ertelmezziik a bekovetkezési valosziniiségeket:
P(Hl- |I-Ij), ahol az i index a feltételezett hipotézis, a j index pedig a
bekovetkezett kimenetel azonositdja. (i és j most 0 vagy 1.)

A cél: az atlagos kockazat (risk)/koltség (cost) minimalizalasa:
R = CooPoP(Ho|Hy) + C1oPoP(Hy|Ho) + Co1 PyP(Ho|Hy) + €11 P P(Hy |Hy)  (12)

Vegylik észre, hogy az els6 két tag esetében a H, hipotézisnck megfeleld kimenetel
kovetkezett be, mig a masodik kettdnél a H; szerinti. A kifejezés minimumat a dontési kiiszob
értekének alkalmas megvalasztasaval érjiik el. Jeldlje Z; az elfogadas tartoményat. Erre
vonatkozodan hatdrozzuk meg a bekovetkezési valoszintiségeket az alabbiak szerint:

P(Hi|H)) = [, f (z|H))dz, (13)
ezzel (12)

R = CooPp fzo f(z|Hp)dz + C1oPy lef(Z|H0)dZ + Co1P1 fzof(Z|H1)dZ +
+C11Py lef(leﬂdZ-
Mivel a két elfogadasi tartomany egyiittesen lefedi a teljes eseményteret, ezért a
stiriiségfliggvények integraljai az egyik elfogadasi tartomany felett megegyeznek az egység €s
a masik elfogadasi tartomany feletti integralok kiilonbségével. A Z; feletti integralokat
lecserélve Z, feletti integralokkal (14) a kdvetkezd alakban irhato:

R = CyoPo + C11P1 + Py (Coo — C1o) fzo f(z|Ho)dz + Py(Coq —

—C11) fzof(Z|H1)dZ-
Tegyiik fel, hogy Cio > Cyp, €s Cyq > Cy4, tovabba tekintsiik a dontési kiiszob helyét a (15)
Osszefliggésbeli egyvaltozos integral fliggvény filiggetlen véltozdjanak. E szerint a valtozd

szerint keresve (15) szEéls6értékét azt kapjuk, hogy az atlagos kockdzat minimuma a z valtozo
azon értékénél (a keresett dontési kiiszobértéknél) van, amelyre

Py(Cio — Coo)f (z|Hp) = P1(Coy — C11)f (z|Hy). (16)

(14)

(15)
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A (16) alapjan kiadodo dontési kiiszobértéktdl akar jobbra, akar balra eltérve a (15) szerinti
atlagos kockazat novekedni fog. Ennek belatasat segiti a 7. abra, ahol azt vizsgalhatjuk, hogy
miként alakulnak a (15) Osszefiiggésbeli integralok amikor a feltételezett dontési kiiszobot az
optimalisnak tekintett értéktdl jobbra vagy balra képzeljiik el.

dontési kiiszob

Py(Cyo — Coo) f(2|H,) Py(Co1 — C1q) f(2z|Hy)

néveli a kdltséget noveli a koltséget

v
N

Zy Zy

7. abra. Az optimalis dontési kiiszob
A (16) osszefliggés atirasaval kapjuk:
f (z|Hy) _ Py (Cy9 — Coo) _
f(z|Hy) - P;(Co1 — C11) -1
azaz a dontési kiiszob értékénél a két feltételes siirliségfiiggvény hanyadosa egy eldre adott

konstans. (A (17) Osszefiiggésben z a dontési kiiszob értékét veszi fel.) Ha az aktualisan
megfigyelt értéket behelyettesitjiik a

(17)

)
A& = Gy

un. ,,likelihood” arany fliggvénybe, és ha A(z) > n, akkor a dontés H,, ha A(z) < n, akkor a
dontés a Hy. Tomoren irva:

(18)

Hy

AR (19)

Hy
Ez az tn. Bayes dontési szabaly vagy likelihood arany teszt.

Megjegyzések a kéthipotézises Bayes dontéshez:
Po

1. Ha a koltségeket ugy valasztjuk meg, hogy (17) n = 5 legyen, akkor a dontési szabaly
H1 ! Hl

Pif (Z|H1)ZP0 f(z|H,) alakban irhatd, ami megegyezik a P(HIIZ)ZP(HOIZ) kifejezéssel,
Hy Hy

vagyis a dontést az a posteriori valosziniiségek alapjan hozhatjuk meg. Ezt a specialis
esetet maximum a posteriori (MAP) dontésnek nevezziik.

Hy
2. Szokas (19) helyetta A(z) = In A (Z)Z Inn =y, un. log-likelihood aranyt hasznalni.

Hy
1. Példa: Konstans jel detektaldsa zajos csatornan keresztiil: jelen van-e a jel a
megfigyelésekben vagy nincsen? Tegyiik fel, hogy a megfigyelések fiiggetlen, Gauss
eloszlast valdsziniiségi valtozok nulla varhat6 értékkel, és o2 varianciaval. A H, hipotézis az,
hogy a megfigyelés z, = ny, azaz a jel nincsen jelen, csak a zaj aktualis mintajat kapjuk. A
H, hipotézis az, hogy a megfigyelés z, = a + ny, azaz a jel jelen van, a jel és a zaj aktudlis
mintdjanak Osszegét figyeltik meg.k = 0,1,...,N — 1, azaz Osszesen N mintat figyeliink

9



Méréselmélet: 2. A dontéselmélet alapjai

meg egyszerre. A dontés soran az egyiittes feltételes stirtiségfiiggvényeket fogjuk hasznalni.
Egyetlen megfigyelés esetén a feltételes stiriségfiiggvények:

1 —Z—’%Z 1 _(zk_él)z 20)
e ZO'n, z|H,) = e 20n
V2mo, flalits) \2na,

A megfigyelések fliggetlensége miatt a N megfigyelés egyiittes stiriségfliggvénye az egyedi
megfigyelések stiriségfiiggvényeinek szorzata. (19) aktualis alakja:

f(z|Ho) =

. (= a)2 H,
Zi |H l—le 207
f(Zk|Ho) % <
k=0 e 20-2 HO
illetve az un. log-likelihood arany:
N-1 N-1 N-1 Hy
(zx — a)? z2  a a’s
InA =Az) =— —_—+ —=— - Inn = 22
" (Z) (Z) k=0 20—% k=0 20—% 0-1% k=0 * 20_1% Ifo nn y ( )
Atrendezve:
N-1 Hq
1 > o2 a
RS LR 23)
k=0 Ho

A teszthez tehat a megfigyelések atlagat kell képezniink, és 0sszevetniink egy kiiszobértékkel.
A ,,dontokésziilék” blokkvazlatat a 8. abra mutatja be.

——» van jel

= ]
Kiiszo
“ N z O - detektor
k=0 — nincs jel
a N o, 71
8. abra. A dontOkésziilék blokkvazlata

Megjegyzések:

Hy
1. Han =1, akkor Inn = 0, tehat — Y=Lz z%’ azaz a dontési kiiszob a konstans jelszint

Hy

fele. Ez példaul fennall, ha Py = P; = 0.5, Cypg = Cy1 és Cig = Coy-

2. Han < 1, akkor Inn < 0, amivel a dontési kiiszob a konstans jelszint fele ala csokken. Ez
példaul fenndll, ha Py < P;, Cyg = Cy1 és Cig = Cp;1. llyenkor a konstans eldforduldsa
gyakoribb, a kiiszob lecsokken, ellenkezd esetben nd.

3. Figyeljik meg, hogy a (23) Osszefliggésben milyen hatdsu a zaj variancidja, az egyiittes
megfigyelések szama és maga konstans jel szintje.

2. Példa: Valtozo amplitadoju jel detektalasa zajos csatornan keresztiil: jelen van-e a jel a
megfigyelésekben vagy nincsen? Tegyiik fel, hogy a megﬁgyelesek fiiggetlen, Gauss
eloszlasu valdsziniiségi valtozok nulla varhat6 értékkel, és g2 varianciaval. A H, hipotézis az,
hogy a megfigyelés z, = ny, azaz a jel nincsen jelen, csak a zaj aktudlis mintdjat kapjuk. A
H; hipotézis az, hogy a megfigyelés z;, = a; + ny, azaz a jel jelen van, a jel és a zaj aktualis
mint4janak Osszegét figyeltik meg. k = 0,1,...,N — 1, azaz 6sszesen N mintat figyeliink

10



Méréselmélet: 2. A dontéselmélet alapjai

meg egyszerre. A dontés soran az egyiittes feltételes strtiségfliggvényeket fogjuk hasznélni.
Egyetlen megfigyelés esetén a feltételes stirtiségfiiggvények:

1 _Z_I%Z 1 _@m—a)’
f (z|H,) = o € 294, f(z|H,) N 2 (24)
n o,

A megfigyelések fliggetlensége miatt a N megfigyelés egyiittes stiriségfliggvénye az egyedi
megfigyelések stiriségfiiggvényeinek szorzata. (19) aktualis alakja:

2
Zir—Qa
_(Zk—ag) H,

T1f@lH) Tye %
A(z) = ]ﬁ = HT ZTI (25)
k=0 RIS e_ﬁ Ho
illetve a log-likelihood arany:
N-1 (Z a )2 N-1 ZZ 1 N-1 1 N-1 Hy
kK — Gk >
lnA(z)=/1(z)=—Z 25? + 2;2=? Zkak_ﬁz a,%<lnn=y (26)
k=0 n k=0 1 " k=0 k=0 H,
Atrendezve:
N-1 Hq N-1
1 > O'2 1
Nz Wz _ Wnlnn +5n a2 (27)
k=0 Ho k=0

A teszthez tehdt a megfigyelések — a jel mintdival — stlyozott atlagat kell képezniink, és
Osszevetniink egy kiiszobértékkel. A ,,dontokésziilék blokkvazlatat a 9. abra mutatja be.

Z Nz_:l() - Kiszob
" detektor
% k=0
o Tt

a N o, 71

——» van jel

2|

— nincs jel

9. abra. Dontés illesztett szlirOvel
Megjegyzések:
1. Vegyiik észre, hogy a (27) 6sszefiiggésbdl (23) egyszerlien szarmaztathato, ha a jel mintéi
rendre egyformak.
2. A (27) osszefiiggés szerinti jel-sulyozast (a jelhez) ,,illesztett” sziirdnek nevezziik.

3. példa: Véletlen amplitudoju jel detektalasa zajos csatornan keresztiil: jelen van-e a jel a
megfigyelésekben vagy nincsen? Tegylik fel, hogy a jel és a zaj egyarant idében diszkrét,
staciondrius sztochasztikus fehér zaj folyamatok, Gauss eloszlassal, nulla varhato értékkel, és
o2, ill. g2 varianciaval. A H, hipotézis az, hogy a megfigyelés z, = n;, azaz a jel nincsen
jelen, csak a zaj aktudlis mint4jat kapjuk. A H; hipotézis az, hogy a megfigyelés z;, = a;, +
ng, azaz a jel jelen van, a jel és a zaj aktudlis mintdjanak Osszegét figyeltik meg. k =
0,1,..,N — 1, azaz 6sszesen N mintat figyeliink meg egyszerre. A dontés soran az egyilittes
feltételes strtiségfiiggvényeket fogjuk hasznédlni. Egyetlen megfigyelés esetén a feltételes
stirliségfiiggvények:

1 - 1 Py 28)

n = ggton

T ¢ Rl = e

f(z|Ho) =

11



Méréselmélet: 2. A dontéselmélet alapjai

A megfigyelések fliggetlensége miatt a N megfigyelés egyiittes stiriségfliggvénye az egyedi
megfigyelések stirtiségfiiggvényeinek szorzata. (19) aktudlis alakja:

Zj

N-1 N-1 ———k—|u
po = | [Jelm) e T, @
- - 2
=0f(Zk|Ho) + 2|02 + a2 e_;Tk% ;0
illetve a log-likelihood arany:
A =Y DA o
AN =y M e k02(ag+ag) L 207
o (30)
>
l
20,21 2+02)sz §+0,211§0nn v
Atrendezve:
2 202(02 + o ol+ar 1
Nz 2> n( a n)l aaz n Nlnnl (31)
n

A teszthez tehat a megﬁgyelesek négyzetének az atlagat kell képezniink, és dsszevetniink egy
kiiszobértékkel. A ,,dontékésziilék” blokkvazlatat a 10. abra mutatja be.

Megjegyzések:
Hy
1. Han = 1, és o = o7, akkor ~ XN-3 22 220,3 In2.
Ho
H1
’ . 1 oN-— 1
2. (31) alternativ alakja: ;Zk 20n (1+ )[ In(1+ )+Elnn], amelyben a
Ho

variancidk aranyanak hatasat elemezhet;jiik.

3. A 11. abra a dontési tartomanyok elhelyezkedését mutatja. Lathato, hogy elhelyezkedésiik
szimmetrikus, mert az eredmény nem filigg a megfigyelt érték eldjelétol.

, W Nz_:l | Kiszob
‘ O "|  detektor
k=0
ot

ogp N o, 7

— van jel

2|

— nincs jel

10. abra. Dontés a jelenergia fliggvényében

11. abra. A dontési tartomanyok

12



Méréselmélet: 2. A dontéselmélet alapjai

4. Példa: Bayes dontés diszkrét valoszinliségekkel: Targyfelvétel eldontése az elsé eléadason
szerzett benyomasok (érdekes vagy unalmas) alapjan. Definialjuk az eléadasok harom
csoportjat: jo, kozepes, rossz. A hallgatéd el0zetes tapasztalatai alapjan azt tudja, hogy

P(j6) = 0.2,P(kozepes) = 0.4 és P(rossz) = 0.4.

Ezek az Un. apriori valosziniiségek. Ismeri tovabba, hogy az eldadasokrol szerzett
benyomasok (érdekes vagy unalmas) hogyan fliggenek Gssze az egyes eléadas csoportokkal.
Ezek a csatornakarakterisztikanak megfelel6 feltételes valosziniiségek:

P(érdekes|j6) = 0.8, P(érdekes|kozepes) = 0.5, P(érdekes|rossz) = 0.1
P(unalmas|jé) = 0.2, P(unalmas|kozepes) = 0.5, P(unalmas|rossz) = 0.9

A koltségek/kockazatok mérdszamai legyenek a kovetkezok:

Cfelvesszijkljé =0, Cfelvessziiklkﬁzepes =5, Cfelvesszz'jklrossz =10

Crnem vessziik fel|jo = 20, Cpem vessziik fel |kbzepes = 5, Crem vessziik fel |rossz = 0

A hallgatonak a jo dontéshez minimalizalnia kell a feltételes kockazatot/kdltséget. (A feltétel
az els6 eldadédson szerzett tapasztalat.) A kockéazati/koltség fliggvények:

R(felvesszik|érdekes), R(felvessziik|lunalmas)
R(nem_vesszik_fel|érdekes), R(nem_vessziik_fel|lunalmas)

Ezek koziil az elsot kifejtve
R(felvessziik|érdekes) = Crepesszir|jsP(jolérdekes) +
|+Cfelvesszﬁk|k0‘zepesp(kdzepes|érdekes) + Cfelvessziiklrosszp(rossz|érdek€5>

Az itt szerepld feltételes valdszinliségek az un. a posteriori valdszinliségek a Bayes tétel
segitségével szamithatok:

P(érdekes|jo)P(jo)
P(érdekes) !

P(j6 |érdekes) =

P(érdekes|kiozepes)P(kozepes)
P(érdekes) !

P(kdzepes |érdekes) =

P(érdekes|rossz)P(rossz)
P(¢érdekes)

P(rossz |érdekes) =

Ezekben a szamlalo tényez06i ismertek, egyediil P(érdekes) szamitando a teljes valosziniiség
tétele felhasznalasaval:

P(érdekes) = P(érdekes|jo)P(jo) +
+P(érdekes|kozepes)P (kozepes) + P(érdekes|rossz)P(rossz) =
=08%02+05%x04+0.1%x04=04
Ezzel:

P(unalmas) = 0.6, P(joé|érdekes) = 0.4,
P(kozepes|érdekes) = 0.5, P(rossz|érdekes) = 0.1

Ha a hallgatd az elsé eldadas utdn azt tapasztalja, hogy az el6adéas érdekes, akkor a
R(felvessziik|érdekes), és a R(nem vessziik fel|érdekes) kockazatokat/koltségeket
fogja dsszevetni.

R(felvessziik|érdekes) = 0% 0.4 + 5% 0.5+ 10 * 0.1 = 3.5,
R(nem vessziik fel|érdekes) = 20 0.4+ 5% 0.5+ 0 0.1 = 10.5,

a hallgato tehat fel fogja venni a targyat. Hatarozzdk meg a kockazati/koltség értékeket arra az
esetre 1s, amikor az els6 eldadassal kapcsolatos tapasztalat az, hogy unalmas!
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Méréselmélet: 3. A becsléselmélet alapjai

3. A becsléselmélet alapjai

A cél az a paraméter(vektor) @ becsldjének meghatarozasa a 12. abran lathatd elézetesen

ismert (€s az azokbol szarmaztatott) stirliségfiiggvények ismeretében.
Becslések

Valdsag Megfigyelések

f(@la)

12. abra. Becslo szarmaztatasa

A tovabbiak kovethetdsége érdekében érdemes felidézni: (1) a stiriségfiiggvény fogalmat és
viszonyat a mérési sorozatokkal, (2) a feltételes surliségfiiggvény fogalmat (pl. a csatorna
karakterisztika jellemzésére), és (3) a varhatd érték fogalmat, valamint kiszamitdsat a
strtiségfiiggvényre alapozva. A becslés jellemzésére ¢és josaganak mértékére szolgalod
jellemzok (illusztracioként lasd 13. abra):

13. abra. Strtségfiiggveény jellemzok

1. Feltételes varhatoérték:

E{ala} = [_ af(ala)da (32)
2. Feltételes kovariancia matrix:
cov{d,dla} = E{(a — E(dla))(a — E(d|a))"|a} (33)
3. Feltételes torzitas:
b(a) = E{dla} — a (34)

4. Atlagos négyzetes hiba (Mean Square Error (MSE)) matrix:
E{(@ - a)(@- a)"|a} = cov{d,dla} + b(a)b” (a) (35)

Ha ismert az f (a) valosziniiség-siirtiségfiiggvény, akkor definialhato:
5. Feltétel nélkiili varhato érték:

E(a) = E{E{ala}} (36)
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Méréselmélet: 3. A becsléselmélet alapjai

6. Feltétel nélkiili kovariancia matrix:

cov{a,a} = E{cov{a,ala}} (37)
3.1. Bayes becslok

Ebben az esetben az ismeretlen (mérendd) paramétert valdsziniiségi valtozoként modellezziik,
¢és feltételezziik, hogy ismert a megfigyelt (egyszeriiség kedvéért skalar) paraméter
stiriségfuggvénye: f(a), ¢és a csatorna Kkarakterisztikaja: f(z|a). Az ismert
stirtiségfiiggvények fliggvényekre alapozva, a Bayes szabaly felhasznalasaval el6allithatd az
f(alz) tn. a posteriori stirtiségfiiggvény:

 fEDf @)
f(alz) = ) (38)
ahol
f@) = f f(@f (zla)da. (39)

=
fla) [
=

| > a

14. abra. Feltételes és feltétel nélkiili stirliségfiiggvény

A 14. abra azt mutatja, hogy amennyiben a megfigyelések tartalmaznak a paraméterre
vonatkozo informaciot, az a posteriori siiriiségfiiggvény a konkrét paraméter-értékek egy
sziitkebb kornyezetére terjed ki. Az a posteriori stiriiségfliggvény segitségével hatarozzuk meg
az ismeretlen paraméter (vektor) lehetd legjobb becsldjét. Ehhez értelmeziink a ,,legjobb”
fogalmat alkalmas koltségfiiggvényeken keresztiil:

R(a,a) = E{C(a,a)} = j J C(a,a)f(a,z)dadz, (40)
ahol felhasznaljuk, hogy f(a,z) = f(alz)f(z). A tovabbiakban (40) minimumat Bayes
koltségnek nevezziik:

Rp = minR(a,a) = minE{C(a,a)}. (41)
a a
Itt C(@,a) az Gn. kritériumfiiggvény, vagy hibafiiggvény, vagy illesztési fiiggvény. Ennek
széles korben hasznalt valtozatait a 15. abra mutatja be.

I. Négyzetes kritérium (vektor paraméter megengedett):

m

C@a)=) (@-a)’ =(@-a@-a 42)

=1

I1. Abszolut kritérium (vektor paraméter megengedett):
m
@ =) 1a - al 43)
i=1
I1l. Maximum a posteriori kritérium (vektor paraméter megengedett):

15
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A
qa) = (0 ha |a; —a;| <z Vi—re
¢@a)= {1 egyébkeént 2 (44)
Négyzetes Abszolut Maxin]tjm a posteriori
\TJ T A !

i > d—a i > d—a > d—a
15. abra. Gyakran hasznalt kritériumfiiggvények
3.1.1. Minimalis atlagos négyzetes hibaju becslés
R@a)=E{(@-a)'(@-a)}=
=7 7@ - @- o)f(al2)dalf(2)dz = |, g(@)f (2)dz

Itt g(a) =fjooo(d—a)T(&—a)f(a|Z)da, és csak ez fligg a-t0l, ezért elég ennek a

(45)

minimumat keresni:

G=ay, =" (46)

a o0
%I_w(& —a) (@—-a)f(alz)da

Mivel %(d —a)l(@—a) =2(@—-a), tovabba a (46) kifejezésben a@ az integraljel elé
kiemelhetd, valamint a stirliségfliiggvény integralja 1, ezért

Ays = fooaf(alz)da, 47
azaz ezzel a kritériumfliggvénnyel a legjobb becslés az a posteriori varhato érték. Vektor
paraméterre altalanosithato.

3.1.2. Minimalis atlagos abszolut hibaju becslés
Skalar esetre bemutatva:
R(@ a) = Efla—al} =

- O;[ | i(a - a)f alzyda - [ (@-afaldalf (s = | Zg(d)f(Z)dz “8)
It is elég g(&) minimumat megkeresni:
% [J_‘;(@ —a)f(alz)da — j;(fi - a)f(alz)dal G = fyps =0. (49)
Ebbol
(255 f(alz)da = f] _f(al z)da, (50)
vagyis
duss = f(al2) medi4nja. (51)

Vektor paraméterre altalanosithato.
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3.1.3. Maximum a posteriori (MAP) becslés

9@ = [ f(alda+ [} af(al yda = 1~ 3 f(alz)da. (52)

Ha A kicsi, de A # 0, akkor az optimum az a posteriori stiriségfiiggvény maximumbhelye,
mivel az (52) 6sszefiiggés ekkor veszi fel a legkisebb értékét.

Amap = f(alz) maximumhelye. (53)

Megjegyzések:

1. A Bayes becslések mindig az a posteriori stirtiségfliggvények alapjan torténnek.

2. Vektor paraméterre altalanosithatok.

3. Az MS becslés linearis abban az alabbi értelemben:
Ha b = Aa + c, akkor by,s = Adys + ¢, tovabba E{a + b|z} = E{a|z} + E{b|z} = Qys +
bMS.

3.1.4. Bayes becsld Gauss eloszlasok esetén

Tegyiik fel, hogy a keresett a paraméter és a megfigyelési zaj Gauss eloszlasuak. Mostantdl a
jelolések formai megjelenésével ismét hangstlyozzuk, hogy a paraméter lehet vektor, és a
kiértékeléseknél tobb megfigyelést vesziink egyidejlileg figyelembe. Adott E{a} = u,,
covia,a} = X,,, E{n} =0, cov{n,n} =X,,. Ha “minden” Gauss eloszlast, akkor az a
posteriori stiriiségfiiggvény momentumai explicit formaban megadhatok. Tegyiik fel, hogy az
additiv zajjal terhelt megfigyelés az alabbi 0sszefliggéssel irhato le:

z=Ua+n, (54)

ahol dima = p,dimz = q,dimU = q * p. Az U az Gn. megfigyelési matrix. Az explicit
forma az a posteriori varhato értékre:
Qus = Moz = Mg+ [UTZqU + Zog] U Enp(z — Upty)

apriori ismeret korrekcié z—Up, figgvényében

(55)

Megjegyzés:
Ays = Qups = @yap, Mert az a Gauss a posteriori stirtiségfiiggvény szimmetrikus.

1. Példa: Mérendd egy ellenallas értékét ugy, hogy ismert dram 4ltal ejtett fesziiltséget
mériink. N megfigyelést végziink. “U = IR + n”. A megfigyelt értékek: z, = a+ny, k =
0,1,...,N — 1, a az ismeretlen paraméter (ellenallds), nk az additiv zaj mintdja. Tegyiik fel,
hogy az ellendllds (a gyartasi sorozat egy eleme), és a megfigyelési zaj egyarant Gauss
eloszlasu valoszinliségi valtozoknak tekinthetdék. A zaj megfigyelési értékei korreldlatlanok.
Tegyiik fel, hogy ismert p, és 02, a zaj varhat6 értéke p, = 0, cov{ny, n;} = 028y;, ahol

lhak=j _
8 = {0 ha k % Vektoros alakban: z=Ua+n, z' =[zy2 ...,2y_41], n' =
[ng,ny, e, y—1, U=[1 1 - 1]7, Zp, = 62l
X N o1 _ (1<~ N
Aus = Kajz = Ha + [an+a_§] G—%’Z;Zk——zﬂa =
56
ZZk 0 Zk (56)
=Uq t Z Zy — lq) = 52
1+ 1v 1+N%
o,

n
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Megjegyzések:

1.

Az (55) kifejezés alapjan a becslés ugy interpretalhatd, mint egy predikcios-korrekcios
formula, amelynek elsé tagja az a priori ismeret alapjan egy joslds: mekkora lehet a
paraméter az elézetes ismeretek alapjan, amit a tobbletinformécié (mérési eredmények)
birtokdban egy korrekcios tag egészit ki. Ez utdébbi a mért értékek atlaga és a paraméter

2
I J Lor veqee O I , ;s r P g sl
varhato értéke kiilonbségével ardnyos. Az ardnyossagi tényezd N —J‘; értékének
n

figgvényében nulla és egy kozotti érték. Ha o, << g,, akkor ays = u,, ha o, >>
o,vagy N — oo, akkor dys = % N3 z.

. A becslési hiba variancidja: az a posteriori kovariancia:

ol

2 57
1+N% (57)
0.

n

cov{a,alz} = 244, = [UTZaU + 25317 = var{a} =

~ A & 1oii1x .. s 1
ahold =ad—a. AzN % értékének fiiggvényében o2 és ;a,f kozotti érték. Ha o, << gy,

n

akkor var{a} = o2, ha 6, >> o,vagy N — oo, akkor var{a} = %a,f.

3. A becslés feltételesen torzitott:

ol N-1
o _

Uq ka:oZk
n

R o —a

b(a) = E{aysla}—a=E = —a=a—02. (58)
1+N-=% 1+N-=%
0-1’1. n

2. Példa: Mérendo egy ismert jel ismeretlen amplitaddja. z, = asy +ng, k = 0,1, ... ,N —
1. Az ismeretlen a amplitdo és nk Gauss eloszlasu, ismert varhato értékkel és varianciaval.

E{a} = g, var{a} = 62, E{ny} = 0, cov{n;,n;} = 626

ij» cov{a,n;} = 0 Vi-re, Vj -re.

Most hasznaljuk a maximum a posteriori (MAP) becslés technikajat!

9f(alz) = 0, illetve (38) felhasznalasaval
9a  la=apap
dlnf(zla) dlnf(a)
= 0.
da + da . (59)
a=dmap
(a—pa)? 1 ¢N-1 2
1 - 1 ——— k=0 (Zxk—ask) s,
Most f(a)=j=-e *& , f(zla)= L 20f, 670 . amib8l az (59)

Osszefliggés felhasznalasaval

N-1
dinf (a) a— g dinf (zla) 1
= Ga =57 Sk~ asi) (60)
k=0
A két egyenletet egymassal dsszeadva, és behelyettesitve az (59) dsszefiiggésbe:
1 N-1
a—p
— ) Sk (2 —asy) ——— a =0 (61)
In k=0 9a a=ayap

amibd6l
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of N-1
2 aN—
Hq T+ ka:o SkZ
n
o4
-2
O-n

(62)

Amap =
14+ 5 3N-0 sk
Megjegyzések:
1. A MAP becslés alkalmazasaval megsporoltuk az (55) matrix-0sszefliggés hasznalatat a
becslo értékének meghatarozasakor.
2. A becslési hiba varianciaja:
2
~ Ua
var{d} = >
02 - (63)
1+ 552050 si

3. Ha sk=1, Vk, akkor megkapjuk az el6z6 példa eredményét.
4. Itt is azonosithatd a dontéselméleti rész 2. feladataban emlitett ,,illesztett” szur6.

5. Természetesen Ay ap = Apys.

3.2. Maximum Likelihood (ML) becslo

Ennél a becslonél az a kiinduldsunk, hogy nem ismerjiilk a mérendé mennyiség a priori
valészinliségstirtiség fliggvényét. Ilyenkor azt feltételezziik, hogy ez a fiiggvény ,,szélesen
elteril6”, és ebbdl adodoan az a posteriori siriiségfiiggvény megegyezik a csatorna-
karakterisztikaval. Az optimalis becslot a csatorna-karakterisztika maximumahoz rendeljiik:

ofeda)|  olf@la)|
T ) = 0,ill. T =0 (64)

=apL a=apyy

Megjegyzés: A 16. abran lathatd viszonyokat a (38) Osszefiiggés ,,szemszogébol” célszert
elemezni: az a posteriori stiriségfliiggvényt megadd Osszefliggés szamlaldja az abran lathato
két fliggvény szorzata. A szorzat maximumhelye lathatéan a (64) Osszefiiggésbdl kiindulva
szamithato.

| amap = Ay
16. abra. Maximumhelyek egybeesése

3.2.1. Gauss-Markov (GM) becslo

A maximum likelihood becsl6 specialis esete, amikor a megfigyelési zaj Gauss eloszlasu, a
megfigyelési egyenlet pedig linearis. N dimenzidés megfigyeléseket végzink, n az N
dimenzios zaj-vektor:

1 1 71
E(n}=0, cov{nn}=Zu, f(n)=—Fpf—Fe """ (g
2m)2z| X2

ahol |Z,,,,| a Z,,,, matrix determinansat jeloli.
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A megfigyelési egyenlet: z = Ua + n, amellyel a csatorna karakterisztika

1 -1 z-Ua)T 2k (z-Ua
f(zla) = —F—— 727V FmCElD), (66)
(2m)2| 2,12
melynek szélséérték helye a
dinf(zla) @
e (z-Ua) 5 (z - U =0
EP EP [(z—=Ua) 23 (z — Ua)] et (67)
Osszefliggés alapjan hatarozhatd meg. (67) alapjan: UTZ,,lUa — UTX; 1z = 0, amibdl
agy = [UT 253U UT 252, (68)

ha [UTZ;2U]71 1étezik.

Megjegyzések:

(1) A (68) osszefiiggés a Bayes esetbdl (lasd (55)) Zpl =0 (a ,szords végtelen”)
helyettesitéssel szarmaztathato.

(2) A Gauss-Markov becsld torzitatlan.

Példa: A z, = a + ny, k=0,1,..., N-1, fiiggetlen megfigyelések. E{n,} = 0; cov{ny,n;} =
oy 8x;. A csatorna karakterisztika:
1 —
f(Zla) _ ;Ne—ﬁzgzl(zk—a)z’ (69)
(2mo)?

amelynek maximumbhelyénél kapjuk az a paraméter Gauss-Markov becsldjét:

dInf (zla) N1
nf (zla
—— = —_— — = 0, 70
da L op Nz Zk a] (70)
=amrL=aGcm k=0
ahonnan
N-1
R R 1
v = Agm = Nz Zk, (71)
k=0

azaz linearis megfigyelési egyenlet és Gauss eloszlast csatorna zaj esetén a legjobb (Gauss-
Markov) becsld az egyszerii atlagolas.

3.3. Becslok determinisztikus modellel jellemzett paraméterek esetén

A tovabbiakban a mérendd paramétert determinisztikus mennyiségnek tételezziik fel. A
becslési probléma a kovetkezé: adott z = {z, },k = 0,1, ..., N — 1, azaz N mért érték, amelyek
az ismeretlen a paraméter fiiggvényei. Hatarozzuk meg az a becsléjét @ = g(zy, z1, ..., Zn—_1),
ahol g egy fiiggvény. Az elsé 1épés a ,csatorna-karakterisztika” meghatarozasa, azaz a
megfigyelt adatok valoszinliség strliségfiiggvényének megtalalasa az a paraméter
fliggvényében, amit f(z; a) jelol. Mivel a csatornat valdsziniiségi modellel irjuk le, ezért a
csatorna kimenete, €s az abbol szdrmaztatott mennyiségek, ennélfogva maga a becslés is,
valdszinliségi valtozok lesznek.
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Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint mérése egyetlen mért adatra
alapozva: z, = a + w,, ahol a w, valdsziniiség siirliségfiiggvénye N'(0,02). Ebben az
esetben a ,,csatorna-karakterisztika”, azaz a z, strtiségfiiggvénye:

Fa0i) = =exp [~ 50z (2 — 0¥ (72)

Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt linearis sorozat mérése mérési sorozatra
alapozva: z, = A+ Bk +w,, k=0,1,..,N — 1, ahol a w; korrelalatlan minden mintaval,
és valodsziniiség stirliségfiiggvénye N (0,02). Legyen a = [A B], z = [z, 2y, ..., Zy_1]- Ebben
az esetben a ,,csatorna-karakterisztika”, azaz z stiriiségfiiggvénye:

Jreso= Gamren] 5 |
fza)=| |fz;a) = (zx, — A — Bk)
Z,a l:l Zk; a ( Zna zz Zy — (73)

3.3.1. Becslések mindsitése
Tekintsiink egy A szintli DC mérést korreldlatlan zajban:

Ze=A+w,k=01.,N-1. (74)

Tekintsiik a kovetkezd becsloket: A; = %2’,3;(} Zx, A, = z,. Tegyiik fel, hogy A =1, A; =

0.95, A, = 0.98. Melyik becslés jobb? Mivel a becslé valosziniiségi valtozo, ezért
viselkedése/mindsitése a valdszinliség slriiségfiiggvényével adhatd meg, ill. statisztikai
eszkozokkel, példaul Monte-Carlo szimuldcidval.

Torzitatlan becslé: Az a becsld, amelyik varhato értékben a helyes értéket adja: E(a — @) =
0, ami a paraméter egy értéktartomanyara teljesiil (a; < a < a,). Hatdrozzuk meg a két
becsld, A; és A, varhato értékét:

N-1 N-1 N-1
~ 1 1 1
E(A,) :NZ E(z) =Nz E(A +wy) =NZ(A+O) — A
k=0 k=0 k=0

(75)
E(A;))=E(z)) =E(A+wy) =A+0=4
Mindkét becsld torzitatlan. Melyik jobb? Ehhez szamitsuk ki a becslk varianciajat!
1« 1 o?
var(4,) = var[= 5 Z %) =57 Z var(zy) = mNJ2 =
= (76)

var(Az) = var(zy,) = 0% > var(/il)
Megjegyzés: Ha tobb torzitatlan becslonk van ugyanarra a paraméterre vonatkozoan, és ezek

egymastol fiiggetlen adathalmazokbol szarmaznak, példaul @,, a, ..., @y—1, akkor jobb becslé
nyerhet6 ezek atlagolasaval:
N—-
1S k@- @
k=0

Ha a becsldknek azonos a variancidja, akkor:

2|>—‘
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N-1
var(dy)

1 1
var(d) = FZ var(d,) = vaar(dk) =N (78)

k=0

N novelésével a variancia csokken, ha N — o0, d — a. Ha a becslés torzitott, akkor ez nem all
elo, fliggetleniil attol, hogy hany becslot atlagolunk.

3.3.2. A minimalis variancia Kkritériuma

A becslés leglogikusabb kritériuma az atlagos négyzetes hiba (Mean Square Error, MSE/mse),
azaz a becslo és a mérendo kiilonbsége négyzetének varhato értéke:

mse(a) = E[(a@ — a)?] (79)

Sajnos ez a megkozelités nem miikoddképes, mert a becsld fiigg az ismeretlen a paramétertol.
Ami ehhez kozel all, az a becsl6 varianciaja, amit bevezethetiink az mse kifejezésébe:

mse(@) = E{[a — E[a] + E[a] — a)*} = E{[a — E[a] + b(a)]?*}. (80)
Itt b(a) = E[a] — a a becsld torzitasat? (bias) jeldli. Tovabb alakitva:

mse(@) = E{[a — E(a)]*} + 2b(a)E[a@ — E(@)] + b%(a) = var(a) + b*(a). (81)

Ebbdl lathato, hogy torzitatlan becslés esetén az mse minimalizaldsaval ekvivalens a becsld
variancidjanak minimalizalésa.

3.3.3. Minimalis varianciajq, torzitatlan becslék

A fentiek alapjan kézenfekvd torekvés olyan eljarasok kidolgozéasa, amelyek nem torzitanak,
azaz b(a) = 0, tovabba varianciagjuk a lehetd legkisebb. Keressiik tehat a minimalis
varianciaju, torzitatlan becsléket. (Minimum Variance Unbiased Estimator, MVVU Estimator)

Altalanos esetben nem mondhato el, hogy MVU becsld létezik. Lehet, hogy nincsen
torzitatlan becslé vagy a torzitatlan becslok egyike sem (mindeniitt) minimalis variancidju.
Nem ismert olyan eljaras, amely mindig MVU becsldre vezet. Mit tehetiink?

1. Meghatarozzuk az elvileg elérhetd legkisebb variancidt megado, Gn. Cramer-Rao also
korlatot (Cramer-Rao Lower Bound: CRLB), és ellendrizziik, hogy a becslénk variancigja
ennek megfelel-e.

2. Korlatozzuk magunkat linearis torzitatlan becslokre, mert ezek varianciaja el tudja érni ezt
az also¢ korlatot.

2 A torzitas (distortion) a mért jel alakjanak vagy egyéb jellemz8jének nemkivant valtozasa. Additiv zajt vagy
egyéb kils6 jel hatdsat nem tekintjik torzitdsnak. Ha mért jel kifejezhets egy y(t) =f(x(t)) bemenet-
kimenet relaciéval, és az f( ) fuggvény f~1( ) inverze létezik, akkor akar a bemenetet, akar a kimenetet
ezzel torzitva a torzitds megsziintethet6/kompenzdalhatd. Ha az inverz nem létezik, akkor a megsziintetés nem
lehetséges. Ha bemenet-kimenet relacié approximalhaté példaul rendszeridentifikdciés modszerrel, akkor a
torzitas egy kozelit6 eliminalasa/kompenzéldsa lehetséges.

A zavaras (disturbance) a mért jel alakjanak vagy egyéb jellemz&jének nem kivant perturbacidja. Tipikusan az
additiv zajt és egyéb nem identifikalt vagy nem identifikalhato kiilsé jelet tekintiink zavarasnak. A zavaras nem
sziintethet§ meg/nem kompenzalhaté csak csokkenthets. (ldentifikdlhaté kils6 jel hatasa persze
kompenzalhatd, ilyen példaul az aktiv zajcsokkentés.)

Azokat a mddszereket, amelyek a elkeriilhetetlen médon egyidejlileg jelenlevé torzitasok és zavarasok ellen
azzal az igénnyel lépnek fel, hogy a mérérendszer kimenetén a mérendd jel optimalis rekonstrukcidjat érjék el,
inverz algoritmusoknak nevezziik.
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Cramer-Rao also korlat (Cramer-Rao Lower Bound: CRLB, skalar paraméter esete)

Barmely torzitatlan becsld esetében a becslés variancidjara alsé korlatot ad:
var(a) = CRLB(a) (82)

A CRLB a fiiggvénye. Megmondja mi az elérhetd legkisebb variancia. Ha egy becsldvel
elérjiik ezt a varianciat, akkor a becslt hatasosnak nevezziik. Maga a CRLB elvezethet az
MVU becslohdz. A CRLB-re vonatkozo allités:

Tételezziik fel, hogy a mérési adatok valdszinliség slriiségfiiggvényére teljeslil minden a
esetében:

£ lalnf(z; a) _ (©3)

da

Ez az un. regularitasi feltétel, amihez az integralas és a derivalas felcserélhetdsége kotodik.
Képezve ugyanis a varhato értéket, majd az integralast és a derivalast felcserélve:

; [alnf(z a)l f alnf(z a)f(z s = 2 f s a)dz = i1 —0 (84)

Ha tehat (83) fennall, akkor barmely torzitatlan becslére igaz (bizonyitas késobb), hogy:

<6 Inf (z; a))l (85)

var(Q) = a2

Egy olyan torzitatlan becsld, amelyik eléri a Cramer-Rao alsé korlatot akkor és csak akkor
talalhato, ha:

dinf(z; a)

e ! (@)(g(2) —a) (86)

struktiraju, ahol g(z) és I(a) alkalmas fiiggvények. Illyenkor a becslé @ = g(z), és a

1
variancia minimum m

1. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint mérése egyetlen mért adatra
alapozva: z, = A + wy, ahol a w, valdsziniiség stirtiségfiiggvénye N (0, a2).

1 1
. — o _ 2
i A) = —sexp |55 (20 — 47 @)
1
Inf(zy; A) = —Iny/2mo? — 752 (zg — A)? (88)
Ezekre alapozva:
dIn(zy;A) 1 0%inf (zo;4) 1
R e i y e R (89)

Mindezek alapjan:
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. 1
var(4) = 62, 1(4) = o A= g(zy) = z,. (90)
(90) alapjan lathato, hogy az MVU becslé maga az egyetlen mérés, a becslés variancija
pedig a mérdcsatornaban fellépd additiv zaj varianciajaval egyezik. Varianciat csokkenteni a
mérések szdmanak novelésével tudunk. A kovetkezo példaban N mérést végziink.

2. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint mérése mérési sorozatra
alapozva: z, =A+w,, k=0,1,..,N—1, ahol a w; korrelalatlan minden mintaval, és
valosziniiségsiiriiség fiiggvénye NV (0, 02).

flzd) = —— [ LS -ty (91)
z;A)=—exp|—— Z —
(VZnoZ)N 20° =
N-1
dlnf(z;A) 0 N 1 .
—ox = 4|t | o7 T22 2G|
N-1 N-1 (92)
1 N (1
=? (Zk—A)=?<N Zk—A)
k=0 k=0
Mindezek alapjan:
_a? N 1
var(A) > ik 1(A) = Pl A=g(z)= N Zy (93)
k=0

(93) alapjan lathato, hogy az MVU becslo a mért értékek atlaga, a becslés varianciaja pedig a
mérdcesatorndban fellépd additiv zaj variancidjanak N-ed része.

3. Példa: Ismeretlen variancia variancidjanak als6 korlatja:

zy =A+wi,k=0,1,..,N—1; {w,} Gauss eloszlast, fehér zaj, ismeretlen o2 varianciaval.

N-1
N N 1
Inf (7 0%) = =5 In2m — = Ino? - — Z (2 — A)? (94)
k=0
Elvégezve a derivalasokat o2 szerint:
92Inf(z; 02 N No(z — A)? N No? N
1?) = —g |2 @ D] _Zksoe =AY N NeT (95)
d(0?)? 204 a® 204 0% 20*
Ezzel a variancia becsl6 varianciajanak alsé korlatja:
— 20*
var(o?) = % (96)

Megijegyzés: Erdemes megvizsgalni, hogy adhaté-e MVU becsld a varianciara. Ennek
feltétele, hogy (94) els6 derivaltja felirhato legyen a (86) Gsszefiiggés szerinti alakban.

24



Méréselmélet: 3. A becsléselmélet alapjai

4. Példa: Ismeretlen a jelparaméter varianciajanak also korlatja. A megfigyelt értékek egy a-
tol fiiggd jel zajos mintai:

x, = s(k;a) + wy = si(a) + wy, k=0,1,..,N — 1; {wy} Gauss eloszlasu, fehér zaj ismert
02 varianciaval.

1 N-1 2
—mzk:o (xk—sk (a))

f(za) = (97)
(2mog)?
Az elso derivalt:
dlnf (z; a) ds (a)
9 ol Z (o — Sk.(a)) i (98)
A masodik derivalt:
N-—
%Inf(z;a) 1 2s (a) 65 (a)
— = —‘%Z [(xk sk(a)) k k ] ‘ (99)
Képezve a varhat6 értéket:
0%Inf(z; a) a5, ()]
I(a) = —E[ = GWZ [ (100)
Ezzel a becsiilt paraméter variancidjanak also korlatja:
@>—2
var(@) =
N-1 asn(a)r (102)
n=0[" da

5. Példa: Fiiggvénykapcsolattal szarmaztatott a = g(a) paraméter varianciajanak also
korlatja:

Mivel torzitatlan becslében gondolkodunk: E(&@) = a = g(a) = [ &f (z; a)dz. A regularitasi
feltétel kovetkeztében:

e [ dnfza) ., 9@
f e f a2 (s @iz =L (102)
Ugyancsak a regularitasi feltétel miatt:
 anfza) . dg(a)
f(a - a')Tf(z, a)dz = aa (103)
mert
dlnf(z; a) _ B dlnf(z; a) B
Jan(Z, a)dz = aF [T] = (104)

A Cauchy-Schwarz egyenl6tlenség hasznalataval:
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2
[f W(z)u(z)h(z)dz] < fw(z)uz(z)dsz(z)hz(z) dz, (105)
ahol most
al ;
w(z) = f(za); u(z)=@&—a h(z)= #. (106)
A (103) 6sszefiiggést 6sszevetve a (106) helyettesitésekkel, (105) felhasznalasaval:
d al
[ g(a)] f(a @) f(z: a)dz f[ nf(z; a)] )z, (107)
amibdl:
[a%(a) ’
X a
> )
var(@) = ] [alnf(z; o7 (108)
da
ahol:
dinf(z;a)|*] _ _[9%Inf(z a)
A (109) 6sszefiiggés helyességének bizonyitasa a regularitasi feltételbdl kiindulva:
al al
E[ &z a)] f nf(z ) f(z;a)dz =0, (110)
majd képezve ennek az a paraméter szerinti derivaltjat:
0 (dlnf(za) _([?Inf(za) dinf(z; a) 0f (z; a) B
%f da fza)dz = f da? fEa)+ da da B
02Inf(z; a) ainf(z; )]’ (111
= f Tz’f(z;a) + [T’] f(Z; a)] dz =0,

amibdl (109) kovetkezik.

6. Példa: Additiv, Gauss eloszlast fehér zajjal terhelt DC szint (4) teljesitményének (4?)
,mérése” a DC szint mérésére alapozva. A teljesitménymérés variancidjanak also korlatja N
minta figyelembevételével (lasd (93)):

0 2
gagl)] (24)?  4A%q”

{[alnf(z a) } ﬂz N
da o

var(@) = var(ﬁ) >

(112)
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Mig a DC szint hatdsos becsléje a mintdk egyszer(i atlaga (lasd (93)), vajon A? hatdsos

becsléje-e A2? A valasz nemleges. Raadasul egy ilyen becslé nem is torzitatlan, ugyanis

mivel A~N'(4,6%/N)3, a var(A) kifejezésébdl kiindulva: E{A?} = E?(4) + var(4) =
2

A2+ A2

Vizsgaljuk meg A? variancijat! Mivel var(4?) = E(A*) — E?(4%), és a Gauss eloszlast
valoszinliségi valtozok momentumai explicit formaban ismertek:

. a? o2\’
E(A*) = A* + 642 ~ T3 (W) , (113)

ezért

. R . 0_2 O'Z 2 0_2 2
var(42) = E(4%) - E(42) = A" + 6427 + 3 (w) - (AZ + w) -
44262 205 (114)
= +—> CRLB

N N

(114) alapjan lathat6, hogy a javasolt becsld nem lesz hatasos, legfeljebb aszimptotikusan
hatasos, amit N — oo esetén valdsitunk meg. Ezzel egyidejlileg a javasolt becsld
aszimptotikusan torzitatlan lesz.

Cramer-Rao also korlat (Cramer-Rao Lower Bound: CRLB, vektor-paraméter esete)

Tételezziik fel, hogy a mérési (vektor)adatok valdszinliség siirliségfiiggvényére teljesiil a
regularitasi feltétel minden a esetében:

£ [Olnf(z; a)

| =0 (115)

Ekkor barmely torzitatlan becslore igaz, hogy a becslé kovariancia matrixanak és az Un.
Fisher informacids matrix inverzének a kiilonbsége pozitiv szemidefinit:

Ca—I"(a)=0 (116)
A Fisher informacids matrix elemei:
0%Inf(z; a)
I.. = _F|[—— "~ 117

Egy olyan torzitatlan becsld, amelyik eléri a Cramer-Rao als¢ korlatot akkor €s csak akkor
talalhato, ha:

dinf(z; a)

7 @@ -a) (118)

struktiraju. Ilyenkor a becslé @ = g(z), és a kovariancia minimum I~ (a).

3Egy Gauss eloszlasu valészinlségi valtozd NV (u, ) momentumai explicit formaban megadhatdk:
E(a) = u, E(a?) = pu? + 6%, E(a®) = u® + 3uc?, E(a*) = u* + 602 + 304, ...
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7. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint és szorasanak mérése mérési
sorozatra alapozva: zy =A+w,, k=01,..,N—1, ahol a wy korrelalatlan minden
mintaval, és valoszinliségsiiriség fiiggvénye: N(0,02). Most a =[4 ¢2]7. A slriiség
fliggvény logaritmusa:

N-1

N N1 ,
Inf (@) = == In2n — = Ino —ﬁZ(zk — A, (119)
k=

Ebbdl a Fisher informacids matrix:

92inf(z;a) 9%nf(z;@)] [N

— 0
_ 0A? 0Ado? |_ |o2
Ia)=-E 0linf(z;a) d%Inf(z;a)| i (120)
0Ada? d(0?)? 204
Ez a matrix diagonalis, igy konnyen invertalhatd, amibdl:
2
var(A 0 ~
a_l (4 AlZN } (121)
0 var(a?) 0 20
10 |
8. Példa: Ha @ = g(a) a becsiilendd mennyiség, és az @ kovariancidja I~ (a), akkor
dg(a d%Inf(z; a dg(a
CaZ( ga; ))[_E[ fG )” <g< )>’ 122)

ahol a fiiggvénykapcsolat paraméter szerinti derivaltjat sorvektorként értelmezziik. Ha példaul
az €l6z8 példdhoz kapcsolodéan az a = g(a) = A%/o? jel/zaj viszony becslése
variancidjanak also hatarat keressiik, akkor

ag(a) [ag(a) 6g(a)] [ﬁ A (123)

do?

amit a (122) osszefiiggésbe helyettesitve, (120) és (121) felhasznalasaval

o2 0 24
24 AN o2 _4A2 2A% 4a+2a
var(@) = | = _F] 2wt|| 42| Nez TN T N 12
N ot

Megjegyzés: Az elozéekben bemutatott példak koézos jellemzoje, hogy determinisztikus
paraméter, és ismert valoszinliségsiirliség fliggvényii csatorna-karakterisztika feltételezésével
a becslés variancigjanak elvi minimumat kapjuk meg. Azt, hogy ezt milyen mérési eljarés
alkalmazasa esetén érjiik el, ill. 1étezik-e, ismert-e ilyen eljaras, az sok esetben nyitott kérdés.

A tovabbiakban korlatozzuk magunkat arra az esetre, amikor a megfigyelési modell linearis.
Latni fogjuk, hogy ilyenkor hatdsos becslékhdz jutunk, azaz minden esetben elérjiik a becslés
variancidjara meghatarozhat6 also korlatot (CRLB).
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Additiv, Gauss eloszlasu fehér zajjal terhelt linearis modellek esete:

z=Ua+w (125)
ahol
z N *1 dimenzios megfigyelési vektor
U Nx*M dimenzios, ismert megfigyelési matrix
a M=x1 dimenzios, becsiilendé paramétervektor
w  N=x1 dimenzids zaj vektor, amelynek valdsziniiség stirtiségfiiggvénye N (0, o2 1).

A (125) 0Osszefiiggés interpretalhatd ugy, hogy a megfigyelési vektor minden eleme az
ismeretlen paraméterek linearis kombinacidjaként all elé, amit additiv zaj terhel. Ahhoz, hogy
M paramétert becsiilni tudjunk legaldbb ugyanennyi megfigyelést/mérést kell elvégezniink,
azaz N > M, raadésul a zaj hatasanak csokkentése érdekében tipikusan N > M vagy N > M.

Ebben az esetben a CRLB és az ezt a korlatot eléré MVU becslo kiszamithato:
1. Epés: Inf(z; a) szamitasa,;
2 .
2. lépés: Az I(a) = —E [M

da?
kovariancia matrixanak kiszamitasa: C; = I"1(a).

] Fisher inform4cios matrix és annak ismeretében az @

3. Iépés: A g(z) MVU becslé meghatarozasa a kovetkez6 szorzat alakbol:

dlnf(z;a
WED _ 1@)lg@ - al. (126)
da
Ezek a 1épések a fenti modell esetében:
1. lépés:
N1
Inf(z;a) = —In (v2no?) - 55 (z-Ua)(z~Ua) (127)
2. 1épés:

dlnf (z, a) 1 0 1
e = " 2573a [z2"z — 2z"Ua + a"U"Ua] = o [U'z—-U"Ua] (128)

Amibdl a Fisher informacids matrix:

0%Inf(z;a)| 1

e SUU, Ca=I"(a)=a’[U"U]"  (129)

I(a) = —El

3. 1épés: A g(z) MVU becslé meghatarozasa a kovetkezd szorzat alakbol:

dinf(z;a) _u'u
“a I(a)[g(z) —a] =

— [(UTU) Uz — a]. (130)
Ezzel a becslés eredménye (maga a becsld és kovariancidja):

a=g()=WUTU)U"z, Cy=1a)=c2UTU). (131)
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Vagyis additiv, Gauss eloszlasu fehér zajjal terhelt linedris modellek esetében:

- AzMVU becslé: @ = (UTU)™1UT z. A becsld hatasos és eléri a CLRB korlatot;

- A becsl§ torzitatlan, mert: E(@) = (UTU)"'UTE(Ua + w) = a;

- A becsl6 statisztikai viselkedése teljes mértékben specifikalt, mert @ a Gauss eloszlasu z
vektornak linearis transzformaltja:

a~nN(a,c2(UTU)™). (132)

Az alabbiakban ezen modellcsalad szerinti becsléseket illusztraldo példak kovetkeznek. A
becslot és kovariancia matrixat a (131) sszefiiggés segitségével szamithatjuk ki.

1. Példa: Legyen az illesztendé modell a diszkrét n idéindex polinomja:
Xp = Ao + an + azn? + -+ apnf + wy, (133)

ahol w,, az additiv megfigyelési zaj n-edik id6pillanatbeli értéke. Matrixos alakban:

1 0 0 0 aq wo
1 1 1 1 a w
1 2 4 2M-1 S+ G | =va+w,
BN (134)
1 N—1 (N ) . (N-— 1)M-1 M-1 N-1
a=[UTU]" Uz, a~N(a,a?>(UTU)™)
2. Példa: Legyen az illesztendé modell az idében diszkrét Fourier sorfejtés:
M M
2mkn _ 2mkn
X, = Z ay cos + Z b, sin + wy, (135)
N N
k=1 k=1
Megjegyzés: most DC komponenst nem illesztiink. Matrixos alakban:
1 0 e Qg
2rtk . 2mk a,
xo COST e cee SlnT e 2 WO
zZ = x;]' =1... Cosﬂ Sinﬂ (;)I:I + M;l =Ua+w
vl | : I ; (2| [wWhea (136)
2 N -1 2T (N - 1 5
COSW( —-1) e smW( -1 by,
a=[UTU Uz, a~N(a,a?(UTU)™)
Mivel most (UTU)™! = %1, ezért
Nz Xn cos—kn by, = NZ Xn sm—kn (137)

Megjegyzés: A kovariancia matrix, mivel a zaj Gauss eloszlasu és fehér:
_ 2
C,=c?[UTUult = ;azl

A becslok Gauss eloszlasu valdszinliségi valtozok, €és miutan a kovariancia matrixuk diagonal
matrix, ezért egymastol fliggetlenek.
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3. Példa: A mozgo6 atlagolo (FIR sziird) arra az esetre, amikor a gerjesztés belépd fiiggvény,
tehat x, = 0, han < 0:

M-1
Yn = Z A Xp—k T Wy (138)
k=0
Matrixos alakban:
Xo 0 0 . w
Yo X, X, 0 0 0
1| _ a, Wi | _
=| x Xq X 0 1+ =Ua+w (139)
: : : 0 )
am-1 WN-1
XN-1 XN-2 XN-3 7 XN-M

a=[UTUl"'U"z, a~N(ac?UTU)™)
4. Példa: Mozgod-atlag (Moving Average: MA) paraméterek becslése: Az {y,}, n =
0,1,..,N — 1, diszkrét értéksorozat (,,kimendjel”) elemei egy csusz6 ablakon keresztiil
lathato {x,,} diszkrét értékek (,,bemendjel”) linearis kombinacidjaként allnak el6:
M-1
Yn = z Qg Xn—k T Wk (140)

k=0

Keresettek az {a,} stlyozo egyiitthatok. Ebben a példaban feltételezziik, hogy a bemendjel
nem belépd, ezért a cstiszO6 ablakon keresztiil ,negativ indexti” mintdk is latszanak. A
paraméterek hatdsos becslését a @ = [UT U] 1UT z 6sszefiiggés adja.

Erdemes megvizsgalni, hogy mi az informéciétartalma az [UT U]~ *matrixnak, illetve az U” z
vektornak. Ehhez irjuk fel az UT Umatrixot diadikus szorzatok dsszegként:

XO X1 XN-1 . X1-M N—1
x_l xO s xN 2 e xz_M T
; P P | T 2 XX =
=0
X1-m  X2-m - xN M XN 1 xN 2 XN-M n (141)
141
N— x5 XnXn-1 v XnXn-M+1
2
z Xn— lxn Xn—1 v Xn—1Xn-M+1
n=0 2
Xn— M+1xn Xn-M+1%¥n-1 - Xn—-M+1
A (141) 6sszefliggésben XTI = [Xn  Xp-1  ** Xp-p+1]

Figyeljik meg, hogy (141) egy olyan matrix, amelynek elemei (alkalmas normaléassal
kiegészitve) az {x,,} diszkrét értéksorozat autokorrelacié értékeit becsiilik:
N-1

Xn-kXn-p, k,p =0,1,...,M — 1. (142)

n=0

ﬁxx(k - p) =

Z| =

Hasonloképpen felirva az UT z vektort:

N-1 XnZn

UTZ — xn—.lzn 143
: (143)

=0
Xn—-P+1Zn
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(143) egy olyan vektor, amelynek elemei (alkalmas normalassal kiegészitve) az {x,} és {z,}
diszkrét értéksorozatok keresztkorrelacio értékeit becsiilik:

N-1
_ 1

R, (k) = Nz Xpizn, k= 01,..,M—1. (144)
n=0

Jelolie R,, a (142) osszefiiggés szerinti elemekbdl all6 matrixot, R,, pedig a (144)
Osszefliggés szerinti elemekbdl allo vektort:

_

xRy, (145)

=)

a=

Megjegyzések:

1. A (145) Osszefiiggés természetesen mindossze egy formalis atiras a példa szerinti
viszonyok esetére, de a késdbbiekben latni fogjuk ennek 1étjogosultsagat.

2. Valos idejii kiértékelés igénye esetén a (138) és (140) Osszefiiggések helyett az y, =
Y agx,_, format hasznaljuk, mert a szamitisok elvégzéséhez egy iitemnyi id6
mindenképpen sziikséges.

5. Példa: Linearis modell ismert s jelkomponens esetén: z=Ua+s+w. z' =z—s

bevezetésével: @ = [UTU]1UT (z — s). Fehér zaj esetén: Cz = o?[UTU] L.

Az alabbi modellben A egy ismeretlen konstans, r pedig egy ismert konstans:

Xp=A+1"+w, (146)
Matrixos formaban:
Xo 1 1 Wy
X w
z = L= 1 A+ T + 1 ,
XN-1 1 rN-1 Wy_1 (147)

~ 1 _ A 2
A=_Y020(n - r™), var{A} = % :

ha a zaj Gauss, és fehér.
6. Példa: Linearis modell szines Gauss zaj esetén:

z=Ua+w, w~N(0,0), (148)

azaz szines zaj esetén a zaj kovariancia matrixa nem lesz diagonalis matrix. Az Gn. fehéritési
eljarast alkalmazzuk: mivel C pozitiv definit, ezért létezik olyan invertdlhaté D matrix,
amellyel:

c1=DTD. (149)
Ezzel a D matrixszal megszorozva a megfigyelési zaj vektorat:

E[(DW)(Dw)"] = E[Dww"D"] = DCD” = DD~*(D")™'DT = | (150)
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vagyis a zaj kifehéredik, és egységnyi varianciaju lesz. Ha megfigyelési egyenlet egészét
transzformaljuk a D matrixszal, akkor:

Z =Dz=DUa+Dw=Ua+w, w=Dw~N(0,I). (151)

Ezzel a problémat visszavezettiik a fehér zaj esetére:

a=[UTU'"'0"z = [UTD"DU]*UT DDz = [UTCTU] U C e,

Ca=[UTCIU]. (152)

3.3.4. A legjobb linearis torzitatlan becslo (Best Linear Unbiased Estimator, BLUE):
- Az MVU becslé nem mindig 1étezik vagy lehetetlenség megtalalni.

- Az adatok valosziniiség stiriiségfiiggvénye nem ismert.

Az ebben a szakaszban bemutatott BLUE becsl6 egy szuboptimalis becsld, amelyik:

- az adatok linearis fiiggvénye: a=Hz,

- csak torzitatlan lehet: E(@) = HE(z) = a;

- minimalizalja a becsld variancidjat;

- csak az adatok atlagara és variancidjara van sziikség (a slriiségfiiggvényre nincsen),
kovetkezésképpen a becsld siirliségfiiggvénye altalaban nem szamithato ki.

A BLUE meghatarozasa (skalar esetben):
Az, k=0,1,..,N—1 adatokhoz az

N-1
4= Z hy 7, = W7z (153)
k=0

lineéris becslét rendeljiik, ahol h = {hg, hq, ..., hy_1}".

A becsl6tdl elvarjuk a torzitatlansagot:

E(a) = Z heE(z) = a (154)
k=0

Minimalizéljuk a varianciat:
2 2
var(@) = E {(a —E@) } —E {(hTz — hTE(2)) } -

(155)
=E{h"[z - E(2)][z— E(2)]"h} = h"Ch.

1. Példa: Ismert jel amplitidojanak detektalasa zajban: z, = as, + wy.

A linedris becslé: @ = YN_2 hy z, = hTz. Ez torzitatlan: E(&@) = hTE(z) = h"sa = a, ahol
ehhez h”s = 1 kell legyen, és s = {s¢, Sy, ..., Sy—1}" . A minimalizalasi feladat tehat:

hT Ch minimalizasasa hTs = 1 feltétel betartasa mellett. Ehhez a Lagrange multiplikatoros
technikat hasznaljuk. Keressiik a kovetkez0 kifejezés szEélsdértékét:

J=h'Ch+ A(hTs — 1) (156)
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;’—,’1 —2Ch+1s = 0, ebbsl h = —%C‘ls, ezzel

A A 1
h's=1=--s"C"'s, -2

2 27 sTC s (157)
amit visszahelyettesitve h kifejezésébe:
C's
h=—ry (158)
és végiil @ = h"z felhasznalasaval az optimalis megoldas:
sTC 'z 1
a= TCTs’ var(ad) = TC-1s (159)

A BLUE meghatarozasa (vektoros esetben):

z=Ua+w, ahol w nulla varhaté értéki zaj, melynek kovariancia matrixa C,
stiriségfiiggvénye tetszoleges, akkor az a paraméter BLUE becsldje €s a becslés kovariancia
matrixa:

a=Urctu)Wrc 1z, €= (UTClU)? (160)

Megjegyzés: Ha a zaj Gauss eloszlasu, akkor a BLUE egy MVU becsld.

2. Példa: DC szint zajban: z, = A + wy, ahol wy, striiségfiiggvényét nem ismerjiik, csak a
variancidjat: var(wy) = oZ. U = [1,1,...,1]7, a = A. A kovariancia matrix:

1
= 0
¢ 0 0 a3 X 0
2 = 0
C = 0. 91 O l= ¢c1= 0 2 (161)
6 0 o2 : 1
N-1 0 0 —
Ezzel a BLUE becslo:
N-1 L “1pN-1
Z
a=Urc'u)"'u'c 'z = ( —2> —'; (162)
Ok O
k=0 k=0
¢és a minimalis kovariancia:
N-1 1 -1
C,= (UTc )t = < —2> (163)
=0 Ok

3.3.5. Maximum Likelihood (ML) becslok

Mindenképpen problémat jelent, hogy MVU becslok esetlegesen 1éteznek vagy nem
talalhatok meg. A BLUE becsld linedris modellekre szoritkozik. A Maximum Likelihood
(ML) becslok determinisztikus modellel leirt paraméterek esetén is haszndlhatok, és
kovetkezd tulajdonsagaik vannak:
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- mindig hasznalhatok, ha a valoszinliségstirtiség fliggvény (csatornakarakterisztika) ismert;
- nagy adatméret esetén optimalisak (aszimptotikusan hatasosak, elérik a CRLB értéket);
- szamitastechnikailag komplexek, numerikus modszerek hasznalatat igénylik.

Likelihood fiiggvény: az f (z; a) strtségfiiggvény, ahol a valtozd (nem paraméter)

Az ML becslé: a azon értéke, amelyhez a likelihood fliggvény maximuma tartozik.

Eljarasa: képezziik a Inf(z; a) log-likelihood fuggvényt, és derivaljuk a szerint, majd ezt
nullaval egyenlévé téve megoldjuk a-ra. Eredményiil az @,,;, becslot kapjuk.

1. Példa: Additiv, Gauss eloszlast fehér zajjal terhelt DC szint mérése ismeretlen zaj
variancia mellett: z, = A + w,. Tegyiik fel, hogy A >0 és 0% =A. A valdsziniiség

1 _ 1 N N2
(ZEA)gexp[ ZAano(zn A) ]

stirliségfiiggvény: f(z; A) =

A likelihood fiiggvény természetes alapti logaritmusanak derivaltjat képezve: % =

— =+ 2YNZ3(z, — A) + 5 XNZ3(z, — A)% Mi lesz a CRLB? Létezik MVU becsls? Az

ML becslét a derivalt egyenld nulla feltételbdl kapjuk: A, = —% + /%ZQ;& z2 + % .

2. Példa: Additiv, Gauss eloszlasu fehér zajjal terhelt DC szint mérése ismert zaj variancia

mellett: z, = A + w,,. A stiriségfiiggvény: f(z; A) = ( lz)ﬂ exp [—ﬁ neo(zy — A)Z]- Az
210“) 2
ML becslét a derivalt egyenld nulla feltételbdl kapjuk: % = +$Z%;&(zn —A) =0.

A 1 —
Innen: Ay, = <~ Y324 .

Megjegyzés: Az eredmény ugyanaz, mint a Gauss-Markov becslésnél, ami az ML becslés
specialis esete sztochasztikus paraméterek esetén.

3.3.6. Legkisebb négyzetes hibaju (LS) becslok

Nincs eldzetes ismeretiink sem a mérendd paraméterrdl, sem a csatorna karakterisztikarol (a
zajrol). Minden megfigyelést a kovetkezOképpen képzeliink el:

z = sg(a) + ey, (164)

ahol e, a mérési és a modellezési hiba. A cél az LS koltség minimalizalasa:

J@ = (z— se(@)” (165)
k=0

Ennél a modszernél nem kell valdszintliségi feltételezés csak egy determinisztikus jelmodell.

Ha a megfigyelési egyenlet linedris: z = Ua + e, akkor explicit megoldas adhato.
Feltételezziik, hogy az a paraméter a értéket vesz fel, és felallitjuk a megfigyelés modelljét:
Ua. A megfigyelést ezzel dsszevetve keressiik @ legjobb beallitasat négyzetes hibafiiggvény
feltételezésével:

J(a,d)=(z—-Ua)"(z—-Ua)=2z"z-z'Ua—a'UTz+a"uU"Ua =

=z'z-2a"UTz+a"U"Ua (166)

melynek szélséértékét (minimumat) keressiik:
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dJ(a,a)

0a la=a

= 20Tz +2U0TU@ =0 (167)

A (167) 6sszefliggésbol:

a,c = [UTU]"'U"z (168)

A minimalis LS koltség a (168) 0sszefliggés (166) dsszefliggésbe helyettesitésével:

J(a,a.5) = z"(z - vas) (169)

Megjegyzések:

1. A derivalt helyességét egyszerlien leellendrizhetjiik, ha a (166) Osszefiiggésben kijelolt

matrix-, ill. vektor-szorzasokat kifejtjiik, és azt kovetéen a derivalast komponensenként
végezzik el.

. Altalanositott/stilyozott négyzetes kritériumot is hasznalhatunk, ha bevezetiink egy Q
négyzetes stlyoz6 matrixot, amivel:

J(a, @) = (z—Ua)"Q(z— Ua), d,5 =[UTQU] UTQz. (170)

. Ha @ = X}, akkor a (68) 6sszefiiggés szerinti Gauss-Markov becslét kapjuk, tehat a GM
becsld egy stulyozott legkisebb négyzetes hibaju becsld, ahol a stilyozast a megfigyelési zaj
kovariancia matrixanak inverze adja.

. A megfigyelés modelljének illesztése elvezet a modellillesztés altalanos feladatdhoz. Ennek
egyik legegyszeriibb esete a regresszios feladat, amikor egy fliggvényhez annak “fiiggetlen
valtozo-fiiggvény érték” parjaira alapozva egy kozelito fliggvényt alkotunk meg tipikusan
ugy, hogy fliggvény struktirdjat elére rogzitjilk, és azon beliill valamilyen optimum-
kritérium felhasznalasaval allitjuk be a paramétereket. (Lasd példaul a linearis regresszio
modszerét.)

. Ezen a ponton formalisan befejezziik a becsléselmélet alapjainak targyalasat, de a
folytatds, mint latni fogjuk, rendre ,,mérésekrdl”, azaz jelenségek, ill. azok paramétereinek
¢s allapotainak megragadésardl szol, aminek konkrét eszkdzei tipikusan becslési eljarasok
lesznek.
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4. Modellillesztés

A modellillesztés problémaja meglehetdsen szertedgazo. Célja a megismerendd kornyezet
tovabbi informacidszerzést segitd leirasa. A legkisebb négyzetes hibdju becslok esetén a
legjobb parméterek meghatarozasaval valojaban modellt illesztettiink. A vizsgélt kornyezetet
a tovabbiakban a megadott modell-struktira és a hozzatartozd paraméterek segitségével
tudjuk jellemezni, tovabbi valtozésait becsiilni/kovetni. A modellillesztés egyik klasszikus
példaja a regresszio szamitas.

4.1. Regresszio-szamitas

Fliggd ¢és fiiggetlen valtozok kozotti kozvetlen, determinisztikus kapcsolat meghatarozasa, a
modellillesztés egy specialis esete. A 17. abran lathaté elrendezésben a modellezendd y =
g(u,w) fiiggvény kétfajta fiiggetlen valtozoval rendelkezik: az egyiket u(n) jeldli, amelyet
ismeriink ¢s ,kézben tudunk tartani”, a masik, amelyiket w(n) jeloli, amely ismeretlen,
kézben nem tarthatd, tipikusan zajfolyamatnak elképzelt/modellezett folyamat.

w(n)
u(n
™) g(u,w) y(n)
v__ | Kritérium |
. 1“ "| fiiggvény 1
51 - !
899 $(n) :
7 Optimumkeresés |

17. abra. A regresszioszamitas altalanos sémaja

2

Megjegyzés: A tovabbiakban az argumentumként vagy indexként megjelend kis ,,n
tipikusan id6(1épés) index, és iterativ eljardsok esetén sokszor egyidejiileg az iteracids lépést
IS azonositja. Ennek megfeleléen a tovabbiakban u(n) = u,, ill. y(n) = y, egyenértékiiek.
Zajfolyamatok jelolésére a tovabbiakban — ezzel Osszhangban — a w(n) =w, jelolést
alkalmazzuk.

A modellezéshez egy altalunk kézben tartott, tipikusan paraméterek segitségével modosithato
(,,hangolhat6”) ¥ = g(u) fiiggvényt hasznalunk. A cél egy olyan ,bedllitds” elérése, amely
valamilyen értelemben optimalis. Tipikusan négyzetes kritériumot hasznalunk:

J@) =E{ - 9*} (171)

4.1.1. Regresszio-szamitas teljesen specifikalt statisztikai jellemzokkel

Ha ismerjiik u és y f(u,y) egyiittes valdszinliség stiriiség fliggvényét, akkor a feladat Bayes
becslési probléma, melynek megoldasa az a posteriori varhato érték:

gw) = E{ylu} (172)

Az [u, g(u)] gorbe az y valtoz6 u-ra vonatkoztatott regresszids gorbéje. Ha a bemenet vektor,
akkor regresszios feliilet.
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4.1.2. Regresszio-szamitas részben specifikalt statisztikai jellemzékkel

Nem ismerjiik az egyiittes eloszlast, csak véges szami momentumat.

Linearis regresszié: A legegyszertibb esetben az illesztendd fiiggvény az

y=gu) =ae+au (173)

skalar linearis fiiggvény, melynek paraméterei gy valasztandok meg, hogy J(9) =
E{(y — §(u))?} minimalis legyen. Minimalizaland6 a

J(ag, a;) = E{(y — ap — a;u)*} (174)

négyzetes kritériumfiiggvény. Ennek derivaltjai a, és a; szerint:

T %) 2] - ay - asElal) = 0
; 0 (175)
U@0%) _ ) Eluy] - aoElu] - aER?]) = 0
da;
ahonnan
o = E[u?]E[y] — E[u]E[uy] 0 = E[uy] — E[u]E[y] (176)
o~ E[u?] — E2[u] LT E[u?] - E2[u]
Ehhez ismerni kell a kovetkez6 momentumokat:
Elul, E[y], E[uy], E[u?]. (177)

Polinomialis regresszié: A linearis regresszio feladatdnak egyfajta altaldnositasa. Ebben az
esetben az illesztett fliggvény:

T
=

gw = ) apu”, (178)
0

&
1l

amelynek fontos tulajdonsaga, hogy paramétereiben linearis. A paramétereiben linearis
modelleket azért kedveljiik, mert négyzetes hibakritérium esetén a szélséérték-keresés linearis
egyenletrendszer megoldasara vezet, mivel a négyzetes kifejezések paraméterek szerinti
derivalasa lineéris Osszefliggést eredményez.

4.1.3. Linearis regresszio mérési adatok alapjan

A fentieket végig vihetjiik akkor is, ha nincsen eldzetes informécionk. Ilyenkor y, = ay +
a;u, +wy, z = Ua + w, mint eddig.
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[ Yo 1 up ] Wy
Y1 1 w [ao] w1
z=|" |=|. . +
: : : aq :
| YN-1 1 uy_q] WN-1 (179)
[UT U] — - N Zg;g un- UT — Zg;(} yn
= [yn-1 N-1,2| Y Z= |gN-1
[2in=0 Un Zn:O Up | ano UnYn
1 @N— 1 @n— 1 wpn—
[@o] _ . SZn=oUn  —yZn=oUn|| yZn=0Yn (180)
A - 2
il - (e ) | = NS un 1 ~ YNy
Megjegyzések:

1. Ebben az eredményben a (176) kifejezésben szerepld statisztikai jellemzdk becsldinek
Osszetevoit azonosithatjuk.

2. Ertelemszertien a polinomialis regresszio is értelmezhetd a legkisebb négyzetes becslés
keretei kozott.

4.1.4. A regresszios séma altalanositasa

A 18. abran a modell-illesztést a regresszidos sémat koveté modon mutatjuk be. Az
u bemenetre adott y valaszt szeretnénk valamilyen kritérium szerint (tdbbnyire négyzetes
értelemben) legjobban megkozeliteni a modell y valaszaval.

w(n)
u(n)
Valésag y(n)
v__ .| Kritérium .
- 2 _1“ fliggvény !
Modell 9 |
pe Optimumkeresés |

18. abra. A modell-illesztés feladata

Erdekes Gsszevetni ezt a sémat a megfigyeld sémaval (Iasd 2. abra). Ehhez rajzoljuk at a 19.
abra szerinti formara.

w(n)

_1 ‘
Valésag ) K.I:Iterllum -
y(n) fuggvény ! )

u(n)

A 4

19. abra. A modell-illesztési feladat megfigyeldként abrazolva
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A nagyfoku hasonlosag egyértelmii: mindkét esetben modellillesztést végziink. A megfigyeld
séma esetén a paramétereket ismerjiik, és az allapotokat becsiiljiik, mig a regresszios sémaban
a modelliink ,allapotat” kézben tartjuk, ¢és a paramétereket keressiik. Mindkét séma
,parhuzamos” abban az értelemben, hogy a ,bemend jelet” illetdéen parhuzamosan
kapcsolddnak.
Megjegyzés: A modell-illesztési probléma megragadhatd ,,soros” formaban is, amikor
tulajdonképpen az un. inverz-modellt illesztjiik (1asd 20. abra), amikor a bemenetet az inverz-
modell altal becsiiljiik.
w(n)
4

u(n)‘ ﬁ(n)‘ .| kritérium

fiiggvény

Valésag > Inverz Modell
y(n) z

»
L

20. abra. Inverz modell illesztése

Ennek a megkozelitésnek hatranya dinamikus rendszerek esetében a soros ,.kapcsolas™ eredd
késleltetése, ezért az inverz-modellel ,,joslasra” kényszeriiliink, ami sok nehézséggel jar.

Adaptiv linearis kombinator

Az altalanositott regresszios séma kapcsan az egyik gyakran hasznalt modell-csaladot a 21.
abra mutatja be.

u(n)

A 4

f@

Optimumkeresés

21. abra. Az adaptiv linedris kombinator struktaraja

Ebben az wu(n) diszkrét értéksorozatbol egy XT(n) = [x,(n) x(n) .. xy_1(M)]
érteksorozatot allitunk el6 eldszor, majd ezen értékek linearis kombinacidjaként allitjuk eld az
y(n) értéket. Az optimumkeresés soran a WT(n) = [wo(n) wi(n) .. wy_1(n)]

paraméterek legkedvezObb, minimalis négyzetes hibat eredményezd bedllitdsara toreksziink.
Minimalizaljuk az
JWm) = E{[y(n) - X" (m)Wm)]" [y(m) - X" )W @)]} =

181
= E{y"(mym)} - 2W MEX M)y} + W (MEX X" (n)}W (n). .

Vezessiik be a E{X(n)y(n)} =P, és a E{X(n)X"(n)} = R jelolést! Ezzel a szélsbérték
keresés
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oJj(W(n)) _
W - —2P+2RW(n) =0 (182)

amibdl az optimalis beallitas:
W*=R"lP (183)

A (183) osszefiiggés az un. Wiener-Hopf egyenlet.

Megjegyzések:
1. A (183) osszefiiggést visszahelyettesitve a (181) kifejezésbe:

Jmin = E{yT(m)y(m)} — PTR™P = E{y"(n)y(n)} — PTW* (184)
amivel
JW®)) = Jyin + W@ —WHTRW () —W*) = Jpuin + VI(WRV(n)  (185)

ahol V(n) = W(n) — W* az un. paraméterhiba vektora.

2. A (185) 6sszefliggés egyértelmilen mutatja a négyzetes hiba alakulasat a paraméterek, ill. a
paraméterhiba fliggvényében. A viszonyok illusztralasara a 22. abra szolgal.

Hibafeliilet

Paraméter ,,sik”

22. abra. A négyzetes hiba a paraméterek fiiggvényében

A hibafeliilet tetszOleges pontjaban a hiba csokkenés fajlagos mértékét a feliilet
meredekségével (gradiensével) mérhetjiik:

RIUON R _ B
V0D = Spon = 2RIW@ — W' = 2RV(D) = 2RW(m) —P)  (186)

A (186) osszefiiggés kitlintetett szerepet kap az adaptiv eljarasoknal, ahol a hibafeliileten a
gradiens mentén ,,ereszkediink”.

Példa: Legyen XT(n) = [sin(2nn/N) sin(2n(n—1)/N)], azaz egy Szinuszos
hullamforma két egymas utani mintaja. (Lasd 23. abra.)
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_________

> xo(n) = sin )
> xo(n) = sin{-n

u(n) = xo(n) = sin (2—nn) :
i > x,(n) = sin <2Wn (n— 1))

N

23. abra. Az illesztett modell rogzitett része

A regresszios vektor €s a paraméter vektor ebben a példaban kétdimenzios. Itt most N azt
jeloli, hogy a szinuszos hullamforma egy periodusa hany mintabol all. A jel, amihez az
illesztést végezziikk: y(n) = 2 cos(2nn/N). Hogyan valasszuk meg a

W' (n) = [wo(n) wi(n)] (187)

paramétereket ahhoz, hogy a kozelités négyzetes hibaja minimalis legyen? Az R és a P
matrixok a szinuszos, ill. koszinuszos hullamformak teljes (N > 2) periodusra torténd
atlagolasaval szarmaztathatok:

E{x}(n)} = E{x}(n)} = E{sin?(2n/N)} = E{sin?*(2n(n — 1)/N)} = 0.5,
E{xo(n)x,(n)} = E{sin(2nn/N) sin(2n(n — 1)/N)} = 0.5 cos(zﬁn),

E{xo(n)y(n)} = E{2sin(2nn/N) cos(2nn/N)} = 0, (188)
2
B, (y() = E(2 sin(2r(n — 1)/N) cos(2mn/N)} = = sin ().
amivel:
21
0.5 0.5cos |— 0
= 2 ) P = sin (25) (189)
0.5 cos (W) 0.5 N
Képezve R inverzét:
0.5 0.5 cos (27r) ;
! ' TN 2n/N
R1= W - N W* = R-1p = tan( g/ ) (190)
0.25sin (W) —0.5cos (W) 0.5 _m

Ezzel a paraméter-beallitassal az illesztett modell kimenete:

sin(2nn/N) _y sin(2n(n—1)/N)

ym) =X"T MW" =2 tan(2m/N) sin(2m/N)

= 2 cos(2nn/N) (191)

Megjegyzések:

1. Mivel szinuszos mintak linearis kombinacidjaval hiba nélkiil el6 lehet allitani koszinuszos
hulldimformak mintdit, ezért a példa szerinti esetben J,,;, =0, azaz a 22. abran a
paraboloid legals6 pontja érinti a paraméterek sikjat.

2. A példaban a (140) oOsszefiiggéssel adott mozgod atlagot szamitjuk ismert hullamforma
mintdibol, M = 2 esetet (azaz az ablak szélesség kettd) feltételezve. A teljes periodusra
torténd atlagolas megfelel annak, hogy mozgo 4tlag paramétereinek becslésekor N — co.
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4.2. Ut az adaptiv eljarasokhoz
(183) és (186) alapjan: W* = R™1P, V(n) = 2(RW(n) — P). Ez utébbi mindkét oldalat
megszorozva az %R‘l métrixszal:

W' =W(n) - R7(n). (192)

Feltételezve, hogy nincs tokéletes ismeretiink az R matrixrdl, és ebbdl adodoan a gradiensrol,
(192) atirhat6 egy iterativ formara:

W(n+1) =W - R0, (193)

illetve a konvergencia sebességet meghatarozo 0 < u < 1 ,,batorsagi” tényezd bevezetésével,
visszairva a ,,tokéletes” R matrixot €s gradienst

W(n+1) = W(n) — uR™17(n) (194)

Megjegyzések:

1. Ha pontosan ismerjiikk az R matrixot és gradienst, akkor u = % egylépéses konvergenciat

2.

biztosit tetszéleges W(n) kezdépontbol.
Mivel V(n) = 2R[W (n) — W*], ezért ezt a (194) Osszefiiggésbe behelyettesitve, és az
egyenlet mindkét oldalabol levonva W™ értékét:

Whn+1)—W =(1-20)(Whn)—W) =Vn+1) =(1-20)"W0), (195

vagyis a kezdeti hiba exponencidlis jelleggel csokken, ha u # % Ha 0 < u < 0.5, akkor

monoton csokkend hibaval, ellenkezd esetben pedig monoton csdkkend amplitudoju, de
lengd jellegli hibaval kozelitjiik meg.

A modell-illesztés gradiens modszereit a szerint kiilonboztetjiikk meg, hogy a (194) szerinti
Osszefiiggés (kozelitd) alkalmazasdhoz milyen eldzetes ismeretek allnak rendelkezésiinkre.
Amennyiben az R és a P matrixok pontosan ismertek, akkor az adaptiv linearis kombinator
miikodését a (194) és (195) egyenletek irjak le.

4. A tovabbiakban sorra keriild vizsgéalatok azt tarjak fel, hogy milyen lehetdségeink vannak

akkor, ha az R és P matrixokra vonatkozd elGzetes (a priori) ismereteink részlegesek,
esetleg teljes mértékben hidnyoznak, legfeljebb a folyamatban 1évé mérésekre alapozhatok.
Ez a gondolat végig jelen van a tovabbiakban, a megértéshez fontos, hogy ezt ne hagyjuk
figyelmen kiviil.

Figyeljik meg, hogy az R matrix ,,globalis” informaciot hordoz a hibafeliiletrdl, a V(n)
gradiens pedig az adott W(n) paraméterérték esetén a hibafeliilet ,lokalis” jellemzése.
Ezen lokalis ismeret alapjan ,.ereszkediink” a hibafeliileten az un. gradiens eljarasok
alkalmazdsa esetén annak érdekében, hogy minél kozelebb keriiljiink az optimumot
(legkisebb négyzetes hibat) eredményezd paraméter beallitashoz.

4.2.1. Az R matrix vizsgalata

A (185) osszefiiggésbdl jol lathatd modon az illesztésnél hasznalt négyzetes alaku, parboloid
formaju, hibafeliilet az R matrixtol fiigg. Eloljaréban azt mutatjuk be, hogy milyen feltételek
esetén lehetséges az optimum-keresést gy megvaldsitani, ahogyan egy impedancia-méré hid
esetében is szeretnénk: egyenként valtoztatjuk a valtoztathatdé paramétereket, mégpedig gy,
hogy mindig megkeressiik a lokalis minimumot, és ekdzben a hiba egyetlen 1€pés soran sem
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nd. Ehhez egy olyan koordinatarendszerben torténé keresés tartozik, amelynek tengelyei a
paraboloid form4ju hibafeliilet fétengelyeinek irdnydba mutatnak. Ezt a koordinatarendszert

az R matrix sajatvektorai jelolik ki, tehat a tovabbiakban fontos szerepet jatszik tehat az R
sajatérték/sajatvektor rendszere. Példaként a (189) szerinti esetben vizsgalodva:

0.5 0.5 cos%ﬂ (196)
196
0.5 cos%7r 0.5

R =

A det[AI — R] = 0 egyenlet gyokei adjak a sajatértékeket:

21 21
(1—0.5)? — 0.25c0s? (W) = A% — 1 + 0.25sin? (W) =0 (197)

A két gyok:

2T 2T
Ao = 0.5+ 0.5cos (W)' A, =0.5-0.5cos (—)

N (198)
A sajatvektorok az RQ, = 1,Q,, RQ; = 4,Q; egyenletekbdl szarmaztathatok.
0.5 05 (2”)_
. S5cos|—
N doo] _ 21\ 1900 _
- lgee| = (0.5 + cos (W)) ]2 a0 =00 (199)
0.5 cos (—) 0.5
B N i
0.5 05 (2”)_
. S5cos|—
N /|[910] _ 21\ 1910 _
27_[ qll] —_ (05 — COS (W)) [q11] = qlo —_— qll (200)
0.5 cos (—) 0.5
B N i
A sajatvektorokat egységre normalva:
2 vz
Qo = \/2§'Q1= ﬁz . (201)
2 2
lasd 24. abra:
Vz
Qg 2 Qo
LA
2 2

24. abra. A példa szerinti R matrix sajatvektorai
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A példa szerinti sajatvektorok tehat egymasra meréleges, a koordinata rendszer tengelyeivel
45 fokos szoget bezard vektorok. Ezek adjak meg azokat az ereszkedési iranyokat, amelyek
mentén torténd mozgas egyetlen paraméter valtoztatasaval lehetséges.

Altalaban
det(R _/11) =0= Ao,ll,...,/‘{N_l, (R - AnI)Qn = 0, n = 0,1,...,N —1. (202)

A sajatvektorokat matrixba rendezve:

R

Q Q, - QN—l]z[QO Q1

sz-1]diag(/10 Ay An-1) (203)
Q

Q A

Ahonnan:
R =QAQ7%, (204)

ami R Un. normal formaja. Mivel az R definici6 szerint szimmetrikus matrix, ezért R = RT.
Fontos tulajdonsdg, hogy ilyenkor a sajatvektorok ortogonélisak: Q7 Q =0, ha Vi=#j,
egyébként Q7 Q; = ¢; Vi. Ha QTQ; =1 Vi -re, akkor a sajatvektorok ortonormaltak, és
Q'Q=1azaz Q1 = Q.

Az ortogonalitds bizonyitdsa: A definicié alapjan Q] R™ = 2;Q], ill. RQ; = ;Q;. Az elsd
egyenlet mindkét oldalat jobbrol szorozva @ ;-vel, a masodik egyenlet mindkeét oldalat balrél
szorozva Qf-vel: QRTQ; = 2,Q{Q;, ill. Q{RQ; = 4,Q{Q;. Mivel R=R", ezért az
egyenletek baloldala egyenld, ezaltal 4;Q; Q; = 4;Q; Q;. Mivel A; # A;, ezért az egyenl8ség
csak akkor allhat fenn, ha Q] Q; = 0.

Megjegyzések:

1. Mivel VTRV pozitiv szemidefinit, ezért R sajatértékei nem negativak.
2. Az R korrelacids matrix sajatvektorai a hibafeliilet fotengelyeit jeldlik ki.

JW@) = Jinin + W () = WHTRW () = W) = Jynin + VT (WRV(n) =
= Jmin + VI (M)QAQ™V (1) = Jin + [QTV()]"A[QTV ()] = (205)
= Jmin + VT (M) AV'(n)
ahol
V'(n) = Q"V(n). (206)
Ezzel (186) megfeleldje (itt V'(n) szerint derivalunk):
V(n) =24V'(n) = 2[Avy 4wy - Ay_qvy-q]” (207)

A viszonyokat a 25. abra illusztralja: a sajatvektorok matrixaval transzformalt paraméter-hiba
vektorok koordinatai a paraboloid fétengelyei mentén értelmezhetdk.
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v
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25. abra

A fotengelyek iranyaban mozogva az optimalizalas egyvaltozos optimalizalasok sorozataként
is végrehajthat6. Ezt mutatja be a kdvetkez0 példa, amelyben az optimum megkdzelitését a
gradiens mentén torténd ereszkedéssel oldjuk meg:

Példa:
Egyvaltozos eset: w(n + 1) = w(n) + u(=V(n)), V(n) = 2A(w(n) —w™), amivel

wn+1)—w"=(1-2u)(wn) —w"),

ill. r=1-2ud, vin+1)=wn+1)—w" jeloléssel v(n+ 1) =rv(n) =r"t1v(0).
Ahhoz, hogy az eljaras konvergaljon |r| = |1 — 2ud| < 1 sziikséges. Ebbdl a sajatérték és a
batorsagi tényezd megkivant viszonyéra a:

1
0<p<y (208)
ﬁ, akkor talcsillapitott, ha u:%, akkor kritikusan

csillapitott, ha % <u< %, akkor alulcsillapitott az iteracids eljaras.

Osszefiiggést kapjuk. Ha 0 < pu <

Tébbvaltozés eset: V'(n + 1) = (I — 2uA)"*1V'(0). Ahhoz, hogy az eljaras konvergaljon

o<u< (209)

/1max

sziikséges. Vegylik észre, hogy ilyenkor N egyvaltozds esettel van dolgunk, ahol a
legmeredekebb ereszkedés azon tengely mentén torténik, amelyikhez a legnagyobb sajatérték
tartozik. Ha a sajatértékek nem ismertek, akkor a Amqy < XiLg' A, = tr[A] = tr[R] alapjan

1

valasztassal élhetiink.

Megjegyzés: Ha ismernénk A -t, azaz lenne ,,globélis” informécionk a hibafeliiletrdl akkor
nyilvanvaloan a skalar u helyett u = %A‘l matrixot alkalmaznank, hiszen ezzel egylépéses
konvergenciat tudnank biztositani. Ehelyett a ,,lokélis” informdacidra, a gradiensre alapozva,

annak irdnyaban igyeksziink a hibafeliilet minimumat elérni.

4.3. Iterativ modellillesztési modszerek

Az alédbbiakban néhany klasszikus szélséérték keresési eljarast foglalunk Ossze, amelyeket
négyzetes kritériumok, és paramétereiben linedris modellek esetén négyzetes hibafeliiletek
esetén eldszeretettel alkalmazunk. Ezek tekinthetd tanuld eljarasoknak is, mert minden
1épésben ,,informélodnak™ az aktudlis viszonyokrodl, esetiinkben a hibafeliilet gradiensérdl, és
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annak fliggvényében 1épnek tovabb. Természetesen alkalmazhatunk masfajta modszereket is,
ahol példaul a W(n) értékeket véletlen médon vagy mas stratégidval valasztjuk ki, és ezt
kovetden vizsgaljuk a hibat. Ha a korabbinal kisebb hibat kapunk, akkor a kivalasztott érték
lesz az Uj javaslat, ellenkezd esetben elvetjiik azt (Monte-Carlo modszerek, genetikus
algoritmusok). Az ilyen mddszerek azonban inkabb akkor meriilnek fel, ha (1) nem négyzetes
hibakritériumot hasznalunk, illetve, ha (2) a modelliink paramétereiben nemlineéris. Ezekben
a helyzetekben ugyanis a hibafeliilet nem paraboloid, lokalis minimumai lehetnek, amelyek
esetén a ,lokalis” informéciora ¢€pitd gradiens eljarasok konnyen leallhatnak a lokalis
minimumok valamelyikében.

4.3.1. Iterativ modellillesztés Newton modszerrel

Erre a Wiener-Hopf egyenletbdl kiindulva jutunk, a korabbiakban megismertiik, itt csak a
felsorolas teljessége érdekében szerepel. Feltételezziik, hogy ismerjiik az R és a P matrixot.
Ebbdl adéddan a modszer inkabb csak elvi jelentdségii, mert a gyakorlatban nem elvarhaté
elozetes ismereteket tételez fel. Mégis ki kell emelni, mert irdnyt mutat a kozelito eljarasok
megtervezéséhez. Rendre két 0sszefliggést adunk meg. Az els6 a paraméter vektort adja meg
kovetkezd iteracids lépésben, mig a masodik a paraméter-hiba alakuldsat a kiindulasi
paraméter-hibabol.

Wn+1)=Wmn) —uR W(n
(n+1) (n) —u (n) (211)
Vin+1) =1 -2V (0)
Jol lathatd, hogy u = 0.5 esetén egylépéses a konvergencia.

4.3.2. Iterativ modellillesztés a legmeredekebb lejté modszerével

Ez mar egy praktikus modszer, amelyik nem feltételezi az R és a P matrixok ismeretét, de azt
igen, hogy a gradienst ,,lokalis” informacidk alapjan meg tudjuk hatarozni:

_gWwm) A Wm) o
Vo) = o~ awes =7 (212)

Ez praktikusan azt igényli, hogy az n-edik iteracids lépéshez elvégziink egy olyan mérési
sorozatot, hogy W(n) kis megvaltozasa kiilonboz6é bemendjel-értékek mellett J(W (n))
mekkora megvaltozasat eredményezi, majd ezeket a megvaltozasokat atlagoljuk (amivel
kozelitjiik a varhato-érték képzést), €s ezzel V(n) egy (reményeink szerint igen joO) becslését
kapjuk.

Wn+1)=Wmn) —uv(n)

, , (213)
Vin+1)=(U-2ud)"1V'(0)

Megjegyzések:

1. A gradiens mentén torténd ereszkedés eredményét a fotengely iranyt koordinata-
rendszereben ,,latvanyosabban” tudjuk érzékeltetni.

2. A gradiens mentén torténd ereszkedés eredménye természetesen nem fiigg attdl, hogy
milyen vonatkoztatasi (koordinata) rendszert alkalmazunk.

4.3.3. Iterativ modellillesztés a pillanatnyi derivaltra alapozva (LMS moddszer)

(LMS: Least-Mean-Square). A hiba pillanatértékébdl indulunk ki:
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JWm) = [ym) - X"mWm] [y - X" (mWm)] =e'(me®)  (214)
Ennek derivalasaval becsiiljiik a gradienst:

V(n) = %(WL((:))) = =2X()y(n) + 2X()XT ()W (n) = —2X(n)e(n) (215)

Amivel
Wmn+1) =W(n)+ 2uX(n)e(n). (216)

Ez egy nagyon széles korben hasznalt 6sszefliggés, kiilondsen nagyobb méretli paraméter-
vektorok esetén. A u batorsagi tényez6 azonban nagy koriiltekintéssel, és tipikusan kis értékre
valasztando, hiszen a (215) szerinti gradiens igencsak kozelit6: az aktualis y(n) és X(n)
fliggvénye, mikozben a tényleges gradiens a (215) kifejezés varhato értéke. A kis batorsagi
tényez6vel egyiitt jar a sok (,,apro”) iteracios 1épés, ami lehetdséget ad sok {y(n), X(n)} érték
,megismerésére”, €s ezzel az elmaradt varhato érték képzés , kivaltasara”.

Megjegyzések:

1. A neuralis halozatok térhoditdsanak kezdetén az LMS eljarast nagyon széles korben
hasznaltak nagyméretti adaptiv linedris kombinatorokat hasznal6 haldzatok tanitasara.

2. Altaldnos tapasztalat, hogy ha eléggé kis u értékkel dolgozunk, akkor elég jol
megkozelithetjiik az optimalis paraméter-vektort, nagyobb u esetén a megmarado
paraméter-hiba nagyobb lesz. Ennek az az oka, hogy ilyenkor a paraboloid legalsé pontja
kornyezetében ide-oda ugralunk a pillanatnyi derivalt szerint, és a nem eléggé kis u miatt
képtelenck vagyunk még lejjebb ereszkedni. Mindenképpen célszeri tehadt a minimum
kornyezetében a u érték tovabbi csokkentése.

A paraméter-hiba kifejezését a (216) Osszefiiggésbol ugy szarmaztatjuk, hogy mindkét
oldalabol levonjuk W* értékét, ill. y(n) = X7 (n)W* feltételezéssel/kozelitéssel éliink. Ez
utdbbival azt feltételezziik, hogy a modell ,,tokéletesen” illeszthetd.

Wh+1)—W =W(n)— W+ 2uX(m)[XT(m)W* — XT(m)W(n)] =

= [I = 22X (X" ()] [W () - W"] (217)
amibdl:
Vin+1) = [1_[(1 = 2uX(HXT i)V (0) (218)
i=0

A (218) Osszefiiggés arra mutat ra, hogy a paraméter-hiba csékkenéséhez hogyan jarul hozza
a u batorsagi tényez0 és az X(n) un. regresszios vektor. Nyilvanvaloan a matrix szorzatnak
kontraktivnak, azaz a paraméter-hiba vektor hosszat csokkentd hatasunak kell lennie.
Célszerti, ha ez a hatas minden lépésben érvényesiil.

4.3.4. Iterativ modell-illesztés a -LMS moédszerrel

A (216) osszefiiggésben célszerii lehet az X (n) regresszids vektor normalasa, hiszen enélkiil a
paraméter vektor korrekcidja nagymértékben fiigg a ,,jelszinttdl”. (216), ill. (218) megfeleldje:
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Wh+1)=Wmn) + X(n)e(n)

(44
XT X ()
n o (219)
V(n+1) = [L_O[(I - X XOX WO

4.3.5. Iterativ modell-illesztés LMS-Newton modszerrel

A (216) Osszefiiggésben az X(n) regresszids vektor normalasa elvileg az R matrixszal is
lehetséges. Ha tehat abban a kiilonos helyzetben lennénk, hogy ismerjiik az R matrixot, és a
gradienst pedig pillanatnyi értékével becsiiljiik, akkor

W(n+1) =W(n) + 2uR ' X(n)e(n)

- 220
Vet 1) =[] [a - 2ur XX @)IV(0) (220)
i=0

Ennek a gondolatnak akkor van gyakorlati jelentdsége, ha az R matrixot a megfigyeléseinkbdl
iterativ uton ugyancsak eldallitjuk.

4.3.6. Iterativ modell-illesztés LMS-Newton modszerrel, R iterativ becslésével

Wn+1)=Wn) +2uR (n+ 1)X(n)e(n) (221)

ahol R(n+1)=AR(n) +vX(n)XT(n), 0<i<1, 0<v<l1, A=1-v, (A=
0.9...0.99). R(n+ 1) inverzét az iterativ szamitast nagymértékben konnyit6, Gn. matrix
inverzids lemma felhasznélasaval irtuk fel.

—1 T -1
Rin+1)= % R1(n) - R XmX MR~ 1) (222)

’% + XT(MR-1 (W)X (n)

Megjegyzések:

1. A matrix inverziés lemma: [A+ BC]™' =A™ — A7'B[I + CA"'B]"1CA™!. Figyeljiik
meg, hogy amennyiben, mint esetiinkben, BC diad, akkor a jobboldali zéarojeles inverz
skalar érték lesz. Most A = AR(n), BC = vX(n)XT (n).

2. Az iteraciot célszerlien R(0) = el értékkel inditjuk, ahol 0 < £ << 1.

3. A modellillesztés feladatat alapvetden kétféle modszerrel oldhatjuk meg:
- ,batch” vagy ,,off-line” jelleggel, amikor felvett regisztratumot utoélag dolgozunk fel.
- iterativ, rekurziv, ,,on-line” jelleggel, amikor a felvétellel parhuzamos a feldolgozas.

4. A modellillesztés céljat illetden is alapvetden két nagy csoportot kiillonboztetiink meg:
- identifikacio: a lehetd legpontosabban szeretnénk megragadni a valosagot,
- adaptacio: a lehetd legjobban szeretnénk kdvetni a valosagot, a valosag valtozasait.

5. Az adaptaciot megvaldsité Gn. adaptiv rendszerek esetében tobbnyire iterativ/rekurziv
eljarasokat alkalmazunk, az identifikacié esetében a kétféle megkozelités lényegében
egyenértékil.
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4.3.7. Iterativ modellillesztés a kritériumfiiggvény Taylor sorfejtése alapjan

Ha valamilyen oknal fogva a kritérium fliggvény nem négyzetes, akkor egy adott W(n)
paraméter érték kornyezetében mindig megkisérelhetjiik Taylor sorba fejteni:

JW) = (W) + [7] (W))W - W(m)] + % W-WmIHW@)IW -Wml+..  (223)
ahol
ovj(W)
H(W =
WO =300 e (224)

a hibakritérium masodik derivaltja, ami megfeleltethetd az R matrixnak.

Ha a sorbafejtett /(W) minimumat derivalassal keressiik, és ehhez a sorfejtésnek csak elsd

harom tagjat vessziik figyelembe, akkor a
Viwn+1)=VWh)+HWh)(Wh+1)—Wn)) =0 (225)

feltételt kapjuk, amibdl a Newton modszer adodik:

Wn+1)=Wmn) —H '(Wmn)V](W(n)) (226)

Megjegyzés: Az '4-es szorzd a korrekcids tagbol most hidnyzik, mert a Taylor sorban
szerepel, ellentétben az eddigi négyzetes Osszefiiggésekkel.

4.4. Adaptiv IIR rendszerek

Hatékonyabb, de sok szempontbdl problematikusabb a modellillesztés/adaptacid, ha un.
végtelen impulzusvalaszi (infinite impulse response: IIR) rendszereket alkalmazunk. Ezek
sokféle (realizalasi/kiszamitasi) struktura szerint megvalosithatok, az alabbiakban csak az un.
direkt struktira szerinti valtozatot targyaljuk. Formadlisan tovabbra is adaptiv lineéris
kombinatort alkalmazunk, de az aktualis becslo-érték kiszamitasaban korabbi becslo értékek
is szerepet jatszanak (n a diszkrét id6 index):

M-1 N-1
9 = ) ax(mx(n—k)+ ) b (I — k), (227)
k=0 k=1
azaz
WT (7’1) = [aO (n), a; (n), ey aM—l(n); bl (n), bZ (n)' R bN—l(n)]' (228)
illetve

XT(n) =[x(n),x(n—1),....,x(n—M+1);y(n—1),§(n—2),...,y(n— N+ 1)].  (229)

Ha ezekre alapozva hasznaljuk az eddig megismert szamitasi eljarasokat, akkor un.
pszeudolinedris regressziét (PLR) hajtunk végre. Ennek soran formalisan nem vesziink
tudomast arrdl, hogy a regresszios vektor az illesztendd modell (azaz az adaptiv sziird)
korabbi kimendjel-mintditol is fligg (4n. implicit fliggés), aminek kdzvetlen kdvetkezménye,
hogy a hibafeliilet mar nem paraboloid, és el6fordulhat, hogy lokalis minimumai vannak.
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4.4.1. Visszavezetés véges impulzusvalaszu (FIR) problémara (Equation-Error
Formulation)

Az alabbiakban az adaptiv szlir6 H(z) atviteli fliggvényének:

_N@) V(2
" D(2) X(2)

N(z) szamlalgjaval és D(z) nevezdjével mint ,,operatorokkal” fogunk el6hozakodni, amivel
egylitt jar, hogy latszolag keveredik a diszkrét 1d6, €s a diszkrét frekvenciatartomany.

(230)

H(z)

Célszeriien az e(n) = y(n) —y(n) kozelitési hiba helyett annak egy szirt valtozatat, az
e.(n) = D(z)e(n) hibat minimalizaljuk, mert ez a hiba fiiggetlen lesz y(n) értékétol.
Bevezetve ugyanis az

N(z) = A(n,z) = Y¥-t ap(m)z7%,B(n,z) = YNZ1 by n)z7%,D(2) =1 — B(n,z) (231)

jeloléseket, és felhasznélva a (230) Osszefliggést:

e.(n) = D(2)e(n) =y(n)—B(n,2)y(n) — A(n,z)x(n) = y(n) — Ye(n) ' (232)
D(2)y(n) D(2)y(n) B(n,z)y(n)+A(n,z)x(n)

ahol (228) felhasznélasaval y, (n) = WT(n)X,(n). Itt (v.6. a (229) dsszefiiggéssel)
XI(n) =[x(n),x(n—1),....x(n—M+1);y(n—1),y(n—2),...,y(n—N+1)]. (233)

Innentdl batran alkalmazhaté minden olyan moédszer, ami az adaptiv linearis kombindtor
megkozelitésben megfelelonek bizonyult. A médszer ,,blokkvézlata” a 26. abran lathato.

Pal R
x(n) . 9(n)

—> AR, >

?) 1—-B(n,z) —

/ paraméterek atmasolva

}w{z) J_ e =y — )
—

+

y(m)
26. abra. Az Equation-Error Formulation modszer
Megjegyzés: zajos megfigyelés esetén torzitds 1ép(het) fel a paraméterbecslés soran, azaz a

becsl6 varhato értéke nem fog megegyezni a paraméter ,,idealis” értékével.

4.4.2. A Kkimeneten értelmezett hiban alapul6 modellillesztések (Output-Error
Formulation)

1. Gradiens alapu eljarasok: pillanatnyi gradiens (tehat LMS jellegii) esetben az e?(n) =
e2(n) ,,minimalizalasara” toreksziink. Ilyenkor

M) _ s emyvym) (234)

V(n) = —2e(n) W)

ahol
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o [asa) 3Gy 09y a9a) a9m) 09w
LA Rl ooy T e ey AR Py oy S ey R e STy G
ill. ezen beliil:

a9 (n) < $(n — i)
dar(m) _"”;b‘“ P ()

N_—l (236)
ay(n) yn—i)
dbe(n) ¢ _"”;bi” abe ()

A (236) 0Osszefiiggések alapjan jol lathaté az implicit fliggés mibenléte: Az IIR sziir6k
végtelen memoridja miatt az aktudlis ,,paraméter-érzékenységre” valamennyi korabbi
bemendjel-minta kihat. Ha elegendden kis 1épéskozzel dolgozunk az iteraciok soran (azaz
kicsi a u batorsagi tényez6), akkor alkalmazhaté a kdvetkezd kozelités:

IP(n—1i) _ a9(n—1i) dP(n—1i) _ a9(n—1i)
dap(n) ~ dax(n—1i)’ dbe(n) ~ dby(n—1i)

(237)

A (237) kozelités azért elonyos, mert a kozelitd gradiens sziirGszertien szamithat6: a sziirék
aym) . 9y(m)

dag(n)’ " dby(n)’
szlir kell, ahany beallitand6é paraméter. A sziir6k blokkvézlata a 27. abran lathato.

bemendjele x(n — k), ill. §(n — k), kimendjele pedig ¢és Osszesen annyi

a9 (n) oy (n)
1 day (m) 1 951 (n)
' ' 1—-B(n,z2)
x(n—k)| 17 Bm2) I —k) ’

27. abra. Gradiens szirok

Az igy megvaldsitott eljaras Recursive Prediction Error (RPE) néven talalhato az
irodalomban. Az elnevezés arra utal, hogy az n+ 1 index{i, ,jo0solt” paraméter
szamitasanal a korrekcios tagot rekurziv sziirével szamitjuk. A mddszer nyilvanvald
hatranya, hogy annyi egyforma sziir6 kell, ahdny paramétert allitunk. Egy tovabbi
kozelitést alkalmazo egyszerlsitést a 28. abram lathatunk. Ez az egyszeriisitett RPE

eljaras. a9 (n)

x(n) 1 dagy(n) yn) 1
—> > —> >
1—B(n,z) 1—-B(n,z)

z 1 z71

ay(n) a9 (n)

da,(n) — b, (n)
71 z71

ay(n) dy(n)

- dan_1(n) \_'abzv_l(n)

28. abra. Egyszertsitett gradiens sziir6k
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2. Még inkabb kozelitd gradiens eljarasok allithatok eld ugy, hogy (236) ,,visszacsatolt”
tagjait elhagyjuk, ezzel lényegében visszajutunk a pszeudolinearis regresszid (PLR)
eljarashoz. Formailag ebben az esetben is tipikusan az LMS, ill. az LMS/Newton eljarast
alkalmazzuk.

3. A kimeneti hibara alapozott adaptiv IIR eljarasok esetén a paraméter-sik felett
értelmezhetd hibafeliilet nem paraboloid, és nem feltétleniil egyetlen minimumbhellyel
rendelkezik. Ilyenkor a gradiens modszerek konnyen juttatnak lokalis minimumba. A
hibafeliiletet egyetlen minimumhelytlivé transzformalhatjuk egy masfajta hibadefinicioval:

4.4.3. Sziirt-hiba eljaras (Filtered-error (FE) Algorithm

Ebben az esetben is sziirjiik a kimeneti hibat:
e(n) = e(n) =[1+ C(n,z)]e(n), (238)
ahol C(n, z) -t ugy valasztjuk, hogy az

1+C(n,z)

1-B.(2) (239)

atviteli fliggvény szigorian pozitiv valds részii (Strictly Positive Real: SPR) legyen, mert
ebben az esetben — a rendszer disszipativitasa révén — a globalis konvergencia biztosithato.
B.(z) az idealis W*-hoz tartoz6 B(n, z) polinom.

Megjegyzés: Az SPR tulajdonsag mibenlétét jol illusztralja példaul egy soros RC tag
impedancidjanak fiiggvénye: Z(jw) = R + 1/jwC. Ebbdl jol lathatd, hogy pozitiv a valds
rész, aminek kovetkezménye zart aramkorben a kondenzatoron tarolt energia disszipacioja, €s
ezzel az aramkor minimalis energiaallapotanak elérése, azaz a konvergencia.

4.4.4. Az adaptiv IIR algoritmusok altalanos formaja

Wn+1) =Wn)+ 2uR*(n+ DX (n)es(n), (240)
ahol X¢(n) a “sziirt” informacids (vagy regresszios) vektor, ef(n) pedig a “sziirt” hiba vektor.

Ha X;(n) = X.(n) (lasd (233)), és ef(n) = e.(n) (lasd (232)), akkor Recursive Least
Square (RLS) algoritmusrol, ha raadasul R(n + 1) = I, akkor Least Mean Square (LMS)
algoritmusrol beszéliink.

4.4.5. Stabilitaselméleti megkozelités
A megkozelités alapgondolatat az LMS eljarason keresztiil mutatjuk be, lasd (216) és (218):
Wn+1) =Wmn) +2ue(n)X(n), V(n+1)=[I-2uXn)X"(n)]V(n). (241)
Ez utébbi egy autondém rendszer, amely globalisan aszimptotikusan stabil esetben:
V(n) = 0, amivel W(n) = W~. (242)

Ljapunov modszerével keresiink egy alkalmas energiafiiggvényt. Esetiinkben erre alkalmas:

G(n) =V V(). (243)
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Azt keressiik, hogy ez miként csokkentheto:

AG(n+1)=Gn+1)—G(n) <0, (244)
minden n-re. Ha G (0) véges, akkor 4G (n) = 0.

AG(n+ 1) =VIn+ DV(n+ 1) -VIm)V(n) =
=V - 2pXM)X" (][I - 2pX()XT (MIV() — VT (MV(n) = (245)
= —4pe’(m)(1 — pX" (WX ().

Mivel u > 0, ezért ha
1

O <k<3rimxm

(246)
vn-re, akkor AG = 0 magaval vonja pe?(n) - 0, illetve VT (n)X(n) — 0.
Megjegyzések:

1. A (246) feltétel implicit modon azt is tartalmazza, hogy az X(n) korlatos, és 1/[1 —
B(n, z)] stabil. (Az atviteli fiiggvény podlusai az egységsugaru koron beliil helyezkednek
el.)

2. Az e(n) = (W(n) —W*)TX(n) hiba lehet azért nulla, mert a két vektor ortogonalis. Ezt
nyilvan keriilni kell.
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5. Sziiréselmélet alapjai

5.1. Optimalis nemrekurziv becslo6 (skalar Wiener sziiré)

Az alabbiakban ismételten a linearis kombinator struktaraval foglalkozunk, és természetesen
ugyanarra az eredményre jutunk, mindossze a kiindulas némileg eltérd, és a menet kdzbeni
interpretacidoban fedezhetdk fel 1) elemek. Keressiik x legjobb becsldjét

X = Z Ay Vi (247)

un. linearis batch processzorral, ahol yg, y4,..., yy—1 jelolik a megfigyelési adatokat, a {a,},
k=0,1,...,N — 1 pedig ismeretlen sulytényezok. A 29. dbra azt illusztralja, hogy a tér X
elemét/vektorat az {y,} elemek Aaltal kifeszitett altérben, azok linearis kombinacidjaval
létrehozott X elemmel/vektorral igyeksziink kozeliteni. Legjobbnak azt a becslést tekintjiik,
amelyik legkisebb hibaval jar: ez az x vektor altérre torténd merdleges vetitésével all eld.

/.

Y1 X

»
|

Yo
29. abra. A legjobb becslés geometriai interpretacioja

Megmutatjuk, hogy ez ekvivalens azzal a megoldassal, amelyet a négyzetes hibakritérium
minimalizalasaval kaptunk:

=

-1
e=x—2%  E{e}=E{(x—%)*}=E {(x - akyk)z} (248)
0

&
Il

Elvégezve a derivalast:

a 2 N-1
E{e*} — _oF {(x _ z akyk> yj} =0, Efey;}=0,vj—re (249)

aa;
1 k=0

Ez utobbit ortogonalitasi egyenletnek nevezziik, mert a vektorokkal torténd geometriai
interpretacioban éppen azt fejezi ki, hogy az optimalis beallitds esetén az e hibavektor
merdleges valamennyi y; vektorra. A (249) dsszefiiggés atrendezésével:

N-1

Z ay E{ykyj} = E{xyj}, j=012,...,N—1. (250)
k=0 Ryy(k'j) ny(j)

ahol Ry, (k,j) az R,, autokorrelici6 matrix (k,j) indexti eleme, P.,(j) a Py,
keresztkorrelacido vektor j-edik eleme, ahol most (a korabbiakkal ellentétben) a matrix, ill.
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vektor indexében kiilon jeleztiik, hogy mely mennyiségek auto-, ill. keresztkorrelacidjarol van
sz6. Az optimalis esetben megmarad6 hiba:

E{e*}|min = E{e (X - z ak)’k)}

k=0

= E{ex} = E{(x — X)x} =
N-1 min N-1 (251)
= () = ) aBluyid = B} = ) agPoy (k)
k=0 k=0

Mindez métrix formaban (ahol W = [@p a1 ... ay—1]7):

RyyW = Py, W = Ry Py, E{e*}min = E{x”} — P Ry Pyy = E{x*} = PL, W (952)

Ezeket Osszevetve a (183) és (184) Osszefiiggésekkel jol lathatd, hogy a két megkozelités
ugyanarra az eredményre vezet.

1. Példa: Zajos megfigyeléseink vannak x-rol: y, = x + wy. A zaj tulajdonsagai: E {ij} =
0 j+k
olj=k
matrixok: Ry, (k,j) = E{yx,v;} = E{(x + wi)(x + w))} = 0% + 626y;, Py ()) = E{xy;} =
02. A (250) szerinti 6sszefiiggés részletesen kifejtve:

0 Vj—re, E{wiw,} = . A jel tulajdonsagai: E{x} = 0, E{x?} = g2. A korrelacié
j

(0 +02)ag+ oiay+- + ofay_, =05
O}?ao + (0-9? + O-V%,)al + + O-;,?aN_l = O-_,? (253)
olay+ oZa;+- + (6%2+02)ay_, =02

Osszeadva a N egyenletet:

N-1 N-1 )
2 2 2 Noy
(O-W+N0-x)zak:No-x' zakzz—' (254)
oy + Noy
k=0 k=0
amit soronként visszahelyettesitve:
N-1
o2 el 2 1 Z
Ay =04 =...= Ay_1 = ———,amivel ¥ = ———— ,
0= aq N-1 02 + NoZ N+(g_w)2 4 Yk (255)
Oy k=0
ill. a négyzetes hiba varhato értéke:
N o
Efe?)| . — g2 — g2 — w
{e“}Hmin = 0% — 0% Nt N @y (256)
O-x Gx

azaz az additiv zaj hatdsa jelentdsen csokkenthetd.
Megijegyzés: Erdemes a fenti Osszefiiggéseket y = ((;—W)2 fliggvényében vizsgalni. Lathato,
X

hogy az (egyforma) stlytényezdk a zajfolyamatok teljesitményének aranyatol és a figyelembe
vett mintak szamatol fiigg.
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Rekurziv becsloé az optimalis nemrekurziv becslobol

Bevezeté példa: az egyszerl linearis atlagolas rekurziv formdban. Elsé 1épésben n értéket
adunk Ossze, és az Osszeget osztjuk n-nel. A kovetkezd 1épésben n + 1 értéket atlagolunk,
aminek a kiszamolasahoz felhasznaljuk az el6zéekben megkapott részdsszeget. Az iteraciods
indexhez asszocialhatjuk a diszkrét id6t (n = 1,2, ...).

n—1
1
2(n) = —Z y (),

1 n
2+ 1) = ——= > y(0) +12y() ) = (257)

k=0

1
S Ay =3 + —(y(n) —x(n)

Megjegyzés: A rekurziv eljaras nagy eldnye, hogy nem kell megvarni az Osszes adatot:
folyamatosan szdmolhat6 az egyre jobb mindségli becsld. Az uj atlagértéket az el6zo atlag
felhasznalasaval szamitjuk. Ezt a format keressiik az optimalis becsld esetére is.

Visszatérve az optimalis becsléhoz, N helyett n-t irva (y = (Z—W)Z):

n-1

1 a2
)= ) amy®), =, E M = (258)
k=0
Mindezeket megismételve n + 1-re:
n
t(n+1) = Z 1 , 1)=—,
x(n+1) 4 ar(n+ Dyk), ar(n+1) ——
Je=0 (259)
O

E 2 ]l I 1 i = .
Kovetve (257) 1épéseit:

n-1
1 z 1 n+y
X 1 = k _— L
(n+1) n+1+yk_0y()+n+1+yy(n) n+1+yx(n)+

() —x(m),

(260)

ym) =x(n) + ————

+—
n+1l+y n+1l+y

A késObbiek szempontjabol érdekes még a négyzetes hiba alakuldsa. A fentiek alapjan:

E{e’m+ D} ax(n+1) n+y 1 1

E{e2(W}lmin @) n+l+y 1-1k 1 _l_E{ez(n)}lmm (261)
14

W

A (260) osszefiiggés egyiitthatoit atnevezve dsszefoglaldan:

In+1)=an+1Dx(n)+b(n+1ymn) =xn)+bn+ 1)(yn) —x(n)),

korrekcios tag

(262)
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A (262) 0Osszefliggés az optimalis nemrekurziv becsld rekurziv forméja, amely minden
Iépésben - egy Gjabb mérés révén - egy Ujabb dimenzidval boviti azt az alteret, amelyre
vetitjiikk az x vektort.

2. Példa: Legyen y = 2, 62 adott. (260) és (259) alapjan:

R 1 n+2 _ 1 R 1 R
x(n+1) = —— x(n) + n—+3y(n) =Xx(n)+ —— (y(n) — x(n)), o6
2
E{e?(n + D}|mim = na_:_vgn =0,1,..

5.2. Optimalis rekurziv becsl6 (skalar Kalman sziir6 és prediktor)
Az optimalis rekurziv becsl6 egy az eddigihez képest gazdagabb modellre épit.

A modell, amit alkalmazunk a legegyszertibb allapotvaltozds modell, amelynek gerjesztését
egy Gauss eloszlast fehér-zaj folyamat adja. Determinisztikus gerjesztést is kaphat, de a
linearitas miatt érvényes szuperpozicio tétele folytan az kiilon targyalhato:

x(n) =ax(n—-1) + w(n). (264)

Itt {w(n)} Gauss eloszlasu, nulla varhato értéki fehér-zaj folyamat, melyet rendszer zajnak
neveziink, és melyre

0 n=#j x(n)=0
6 n=j' whn)=0

E{w(n)} =0, Elw(n)w(j)} = { }ha n<o (265)

Megjegyzés: A (264) egy un. elsérendii autoregressziv folyamat: elsé rendben fligg az értéke
az el6zd ,iddpillanatbeli” értéktdl. Négyzetes varhatd értéke kifejezhetd a zajfolyamat
négyzetes varhato értékével:

E{x(M)} =0, E{x?(n)} =Ry (0) =02 =
= E{a*x?’(n — 1) + w?(n) + 2ax(n — Hw(n)} = (266)

= a’R,,(0) + R,,,,(0) = a’a? + 2,
ahonnan

o

Rex(0) =77

(267)
ill.
Rex(1) = E{x(m)x(n + D} = Ex(n)(ax(n) + w(n + 1))} = aR,,(0),
Ry (2) = E{x(m)x(n + 2)} = E{x(n)(ax(n + 1) + w(n + 2))} = a?R,,(0), (268)
Rex () = E{x(m)x(n + )} = Rex () = al/IRy (0).

mert E{x(n)w(n + 1)} = 0,Vn — re. A megfigyelés linearis modelljét a 30. abran lathatjuk.
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:l 1 n(n)
|
W(n%‘ ol 71 x(n—l): c Ly(n)
|
|

5

30. abra. A megfigyelés linearis modellje

A megfigyelés additiv zajjal, az n(n) Gn. megfigyelési zajjal terhelt. Erre a zajra vonatkozoan
ugyanolyan feltételezésekkel éliink, mint w(n) esetében. E{n?(n)}=o02. A két
zajfolyamatnak egymashoz nincsen koze, korrelalatlanok. Az optimalis rekurziv becslot az j
megfigyelés és a korabbi becslés linearis kombinacidjaként keressiik (lasd 31. abra):

—>xX(n)

e,

z7t T £(n—1)
a(n)

31. abra. A rekurziv becslé blokksémaja

Ll
A 4

X(m) = a(mi(n—1) + b(n)y(n) (269)
Megjegyzés: Létezik az un. prediktor-séma is:
X(n+1) =amr(n) +L)y(m). (270)

Keressiik a (269) 0Osszefiiggés optimalis sulytényezdit a 29. dbran szerepld illusztracid
szellemében. Ehhez:

e(n) =x(n) —x(n), E{e?(m)}=E{(x(n) —a(mx(n—1)—bm)y(m)?} (271)

Az optimalis bedllitas feltételei:

0E{e*(n)} _ ~ _0E{e’(n)} B
T(n) = —ZE{B(H)X(TL - 1)} = O,T(n) — ZE{e(n)y(n)} =0 (272)
vagyis az aktualis ortogonalitdsi egyenletek:
E{e(mz(n—-1)} =0, E{e(m)y(n)}=0 (273)

Az egyenletek elnevezésének hatterében az all, hogy - a 29. abra segitségével - szavakban: az
e(n) hibavektor merdleges az X(n — 1) és az y(n) vektorokra, ill. az altaluk kifeszitett sikra.

a(n) meghatarozasa:

(273) alapjan
E{[x(n) —a(mx(n—1) — b(n)y(m)]x(n — 1)} = 0. (274)
Ha ebbe beleirjuk:
a(mx(n—1) —a(m)x(n—-1) =0, y(n) = cx(n)+nn), (275)
azaz
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E{[a(n)(x(n -1 —-x(n— 1)) —a(n)x(n — 1)]£(n -1
+ [x(n) — b(n)cx(n) — b(Mn(n)]2(n — 1)} =0 (276)

atrendezve:
a(n)E{—-e(n—1Dx(n—1)+x(n—Dx(n—-1)} =
= E{[[(1 - bm)]x(n) — bn(m)]£(n — 1)}
It E{e(n—1Dx(n—1)}=0, mert t(n—1) =a(n—-Dx(n—-2)+b(n—1yn—-1)

tagjai ortogonalisak e(n — 1)-re. Hasonloképpen a megfigyelési zaj n(n) mintaja
korrelalatlan X(n — 1) értékével. Ezzel (277) az alabbi formaban irhato:

(277)

a(mE{x(n — Dx(n — D} = [(1 = b(m))]E{x(m)x(n — 1)} (278)
Behelyettesitve, hogy x(n) = ax(n—1) + w(n — 1), és E{fw(n — 1)x(n — 1)} = 0, kapjuk:
a(mE{x(n— Dx(n — D} = a[(1 = b(m))]E{x(n — DX(n — D}, (279)
azaz
a(n) = a[(1 - b(n)c)], (280)
amivel
X(n) = ax(n —1) + b(n)(y(n) — cax(n — 1)) (281)

Megjegyzés: Lathato, hogy a megfigyelt rendszer modellje beépiilt a megfigyelésbe. (281)
jobboldaldnak masodik tagja pedig egy korrekcid, amely a mért érték y(n) = acx(n — 1)
becslését veszi alapul. A (281) dsszefiiggésnek megfeleld becsld blokkvazlata a 32. abran

lathato.
——»X(n)

y(n) 1

b(n) —» En—1)
:E T
c e a

32. abra. A skalar Kalman sziiré blokkvazlata

Ll
A 4

b(n) meghatarozasa:
Kiindulva a (271) 6sszefiiggésbol, és (264) valamint (281) behelyettesitésével

E{e?(n)} = E {[ae(n — 1) + w(n) — b(n)(ace(n — 1) + cw(n) + n(n))]'} =

= E{{al1 - b()cle(n — 1) + [1 — b(n)clw(n) — b(m)n(m)]2) (282)

Mivel a négyzetre emelésnél a keresztszorzatok varhato értékei nullak, mert a zajfolyamatok
fliggetlenek egymastol, illetve az allapotvaltozok korabbi értékeitdl:

E{e(n — Dw(n)} = E{e(n — Dn(n)} = Efw(m)n(n)} = 0, (283)
ezért a négyzetre emelést kdvetden csak a négyzetes tagok maradnak meg:
E{e?(n)} = a®[1 — b(n)c]?E{e?(n — D} + [1 — b(n)c]?E{w?(n)} + b?(n)E{n?(n)}. (284)

Bevezetve a
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E{e?(n)} = p(n); E{w?(n)} = 03; E{n*(n)} = 02 (285)
jeloléseket, keresstik (284) minimumat b(n) figgvényében:
op() = —2a?[1 - b(n)clecp(n — 1) — 2[1 — b(n)c]co? + 2b(n)c? = 0, (286)
db(n)

ahonnan a keresett optimalis sulytényezd

a’cp(n — 1) + co?
b(n)lopt = -

— 2 21-1 hol
a2c2p(n— 1) + c2a? + o2 cp1(M)[c“p,(n) + 07]7", aho (287)

p1(n) = a’p(n—1) +ay,

Megjegyzés: Ha o,, = 0, akkor b(n) = 1/c. Ezzel E{e?(n)} = 0.
Osszefoglalva:
A rendszer- és a megfigyelési modell:

x(n) =ax(n—1) +w(n)
y(n) = cx(n) + n(n). (288)
Az optimalis rekurziv szliro:

X(m)=aX(n—1)+b(m)(y(n) —ack(n —1))

9(n) = act(n — 1) (289)

ahol az E{e?(n)} = p(n) négyzetes hiba minimumat a kovetkezd iterativ szamitassal beallitott
b(n) stlyozassal kapjuk:

p1(n) = a’p(n—1) + o,
b(n) = cp1(M)[c’ps (M) + 03] ™" (290)
p(n) = [1 = b(m)clp:(n)

Optimalis rekurziv becslo (skalar Kalman prediktor)

A becslo kifejezése (lasd (270)): X(n + 1) = a(n)x(n) + f(n)y(n), ami hasonlé atirasokkal

X(n+1)=ax(n)+ (M) (y(n) — cx(n)) (291)

formara hozhat6. A levezetés hasonld 1épésekbdl all, mint a sziird esetében, azzal, hogy
p(n+ 1) = E{e?(n + 1)} minimalizalasat irjuk eld. A levezetést majd a vektoros esetre
mutatjuk be.

Osszefoglalva:
A rendszer- és a megfigyelési modell:

x(n+1) =ax(n) +whn)

y(n) = cx(n) + n(n). (292)

Az optimalis rekurziv prediktor:

X(n+1) =ax(n) +pn)(y(n) — cx(n))
A N (293)
y(n) = cx(n)
ahol az E{e?(n + 1)} = p(n + 1) négyzetes hiba minimumat a kovetkezd iterativ szamitssal
beallitott 5 (n) sulyozassal kapjuk:

B(m) = acp(m)[c’*p(n) + o]~ (294)
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p(n+1) =a(a—pmcp®) + oy

Megjegyzés: A 33. abra az optimalis, egylépéses prediktor blokkvazlatat mutatja be.
Figyeljiik meg, hogy ez az elrendezés megfeleltethetd a korabban megismert megfigyeld
sémanak.

-1
v

e[ N o |

5

33. abra. Az egylépéses Kalman prediktor blokkvazlata (skalar eset)

A 4

y(n)

Példa: Skalar Kalman sziiré a (264) Osszefliggés szerint. Tegyiik fel, hogy: E{x(n)} = 0. A
¢ = 1 valasztassal éliink. Mivel X(0) = 0:

X(D) = b(Dy(1). (295)
A b(1) értéket az ortogonalitasi 6sszefiiggésbol kapjuk:
E{[x(1) —x(1)]y(1)} = 0,ahol y(1) = x(1) + n(1). (296)
Ezzel
(1) =b(1)[x(1) + n(D)] (297)

Mindezeket behelyettesitve az ortogonalitasi 0sszefliggésbe:
E{[(1 - b(1)x(1) = b(Dn(D][x(1) + n(D]} = (1 — b(1))aZ + b(1)oZ = 0. (298)

Ebbdl
2

Oy
1) = : 299
b(1) o7 + 02 (299)
2
Ha példaul 62 = o2, és a? = 1/2, akkor (267) alapjan 62 = 1?";2 = 202. Ezzel b(1) = 2/3.

Ezeket visszahelyettesitve a négyzetes hiba kifejezésébe: E{e?(1)} = p(1) = %a,%. Ezek utan
mar tudjuk hasznalni a (287) és a (290) Osszefiiggést:

1
a’p(1) + o at+1 4
b(2)=a2 (1)+02-|V-V02=§ _7z057
p w242 (300)
2 4, 2
E{e“(2)} =p(2) = = O = 0.570;
igy folytatva:
b(3) =—,
o° (301)
E{e?(3)}=p(3) = Eaﬁ = 0.562502

Az iteréaciot folytatva elériink egy allanddsult allapotot, amikor

E{e?(k+ 1)} = E{e?(k)}=p (302)
Ezt behelyettesitve (290) osszefliggéseibe, majd kifejezve p-re:

p? + 3pc? — 201 =0, (303)
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amib8l p = 0.560;2. Lathatd, hogy a harmadik iterdciés lépés mar elég kozel vitt az
allandosult allapothoz.

5.3. Optimalis rekurziv becsl6 (vektor Kalman prediktor és sziiro)

Az alabbiakban az optimalis rekurziv becsld vektoros valtozatat mutatjuk be. A skalar esettel
ellentétben a Kalman prediktor 6sszefiiggéseivel kezdiink, mert ez illeszkedik ahhoz a képhez,
amellyel az (1) - (10) Osszefiiggésekhez kapcsolodéan a mérési eljarasok egy lehetséges
keretét megrajzoltuk. Maga a levezetés is némileg egyszeriibb, mint a sziird esetében.
Kiindulasunk az allapotvaltozos leiras, és a kapcsolodd megfigyeld:

x(n+1) =Ax(n) + w(n) (304)

y(n) = Cx(n) + n(n), (305)

ahol az A allapotatmenet matrixot, és a € megfigyelési matrixot tovabbra is ismertnek
tételezziikk fel, w(n) az 0n. rendszer-zaj, n(n) pedig az Gn. megfigyelési-zaj, amikrél a
kovetkezoket feltételezziik: mind a rendszer-, mind a megfigyelési-zaj vektor egymastol és a
rendszer allapotatdl fiiggetlen nulla varhaté értékii fehér Gauss folyamat. Kovariancia
matrixaik:

QM) = E{w(mw" (m)}, R(n) = E{n(m)n" (n)}. (306)

Az alabbiakban megismételjiik a 2. abrat, és jelezzikk a modell eltéréseit (lasd 34. abra).
Formalisan csak annyi a valtozas, hogy a megfigyelt rendszer gerjesztetté valt a rendszer-zaj
altal, a megfigyelt értéket pedig perturbalja az additiv megfigyelési zaj.

n(n) l
-1

x(n+ 1) = Ax(n) + w(n)

(n) (n) + n(n) ) x(n + 1) = AZ(n) + G(n)e(n)
y(n) = Cx(n) + n(n

v o ., \ AP -
> ) Korrekcid ) y(n) = €x(n) >

y(n)

e(n) =yn) —y(n)

34. abra. Mérés Kalman prediktorral

A mérési eljaras, amit a kiegészitett modellhez rendeliink egy megfigyeld:

X(n+1) =Ax(n) + G(n)e(n) = Ax(n) + G(n)(y(n) — Cx(n)), (307)
ami csak abban tér el a (3) Osszefliggést6l, hogy most a G matrixot is a diszkrét id6
fiiggvényeként képzeljiik el (lasd 35. abra).

Megjegyzések:

1. A skalar esetben G(n) szerepét §(n) toltotte be.
2. A skalar esetben a rendszer és a megfigyel6 allapotvaltozojanak kiilonbségét e(n) jelolte.
A vektoros esetben az allapotvektorok kiilonbségét £(n) = x(n) — x(n) jeloli.
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3. A vektoros esetben e(n) =y(n) —y(n) a rendszer és a megfigyel6 kimenetének
kiilonbségét jeloli.
4. A vektoros esetben a hibaviszonyok leirdsara a (10) 6sszefiiggést hasznaljuk.

-1

X(n+1)
G(n) W

x(n
1 ()# p )

)l
A 4

yn)

A

35. abra. A Kalman prediktor, mint megfigyeld

Keressiik azt a G(n) matrixot (az Gn. prediktor erdsitést), amely mellett a becslési hiba

Pn+1) =E{x(n+1)—-x(n+ D]x(n+1) —x(n+ 1]} =

= E{e(n + De"(n + 1)) (308)

kovariancia matrixanak nyoma minimalis. Ez felel meg a négyzetes hiba minimalizalasanak,
mivel a kovariancia matrix nyoma éppen az allapotvéltozd vektorok kiilonbségének
komponensenkénti négyzetosszegét adja. Ennek megtalalasa érdekében képezziik (308)
nyoménak, azaz a trP(n+ 1) = E[eT(n + 1)e(n + 1)] skalar értéknek a derivaltjat G(n)
szerint. A G(n) optimalis értékét akkor kapjuk, ha ez a derivalt nullaval egyenld.

Ha a (308) Osszefiiggésbe behelyettesitjiik a rendszermodell [(304) - (305)] és a rekurziv
prediktor (307) 6sszefiiggéseit, akkor G(n) optimalis értékét a kovetkezo egyenlet adja:
dtrP(n+1)
aG(n)
_otr[(A- 6(MOPM)(A - 6M)O)" + Q(n) + G(MR()G" (n)]
B dG(n)

(309)

=0.

Az (309) osszefiiggés felirasakor felhasznaltuk a fliggetlenségre vonatkozd, alabbi eldzetes
ismereteinket:

E{gmn"(n)} =0, E{emw'(n)}=0, E{wmn’(n)}=0, (310)

azaz a zajhatdsok n-edik értékeinek korrelalatlansagat/fliggetlenségét egymastol és a
befolyasolt jellemzOk (x(n) és X(n)) n-edik értékétol. (A zajhatasok csak a befolyasolt
jellemzok kovetkezd, (n + 1)-edik értékére hatnak.)

Elvégezve az (309) oOsszefiiggésben kijelolt derivalasokat a keresett prediktor erdsités
kifejezhetd:

otrP(n+ 1) ) )
—aeoy = 2A-EmCP(mC +26(m)RM) = 0.

G(n) = AP(n)CT[CP(n)CT + R(n)]?

(311)

A derivalasnal a kovetkezd szabalyokat alkalmaztuk:
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otr[XwXT] , otr[XwW] . Otr[WXT]
. _yr. VAT 312
> = XW" + XW; — W — w, (312)

ahol a W matrix az X matrixtol fiiggetlen.

A becslési hiba (308) szerinti kovariancia matrixa F(n) = A — G(n)C jeloléssel:

Pn+1)=
= E{[F(n)e(n) + w(n) — G(n)n(n)][F(n)e(n) + w(n) — G(n)n(n)]"} = (313)
=FM)PMF"(n) + Q(n) + G(M)R(N)G™ (n)

Megjegyzés:

Az (313) Osszefiiggés alapjan lathatd, hogy a becslés kovariancia matrixa harom hatas
eredményeképpen modosul:

e A megfigyel6 targyalasakor megismert hibacsokkent6 hatas az F(n) = A — G(n)C matrix
kontraktivitasanak koszonhetden, de most — a négyzetes kritériumnak betudhaté moédon —
négyzetes forméban.

e A rendszerzaj kovariancia matrixa altal kdzvetitett, statisztikai értelemben vett hibandveld
hatas, amely annak tudhat6 be, hogy a w(n) diszkrét érték ,,perturbalja” x(n + 1) — az
eldzd allapota alapjan — josolt értékét.

e A megfigyelési zaj kovariancia matrixa pedig ugyancsak nodveli a hibat statisztikai
értelemben, ami annak tudhat6 be, hogy az n(n) diszkrét érték ,,perturbalja” X(n + 1) —
az el6z0 allapota alapjan — josolt értékét.

Az (313) osszefiiggés irhatdo kompaktabb formaban, mert visszairva F(n) = A — G(n)C
kifejezését, és elso tagjat kifejtve:

P(n+1) = AP(n)AT — AP(n)CTG" (n) — G(n)CP(n)AT +

+G()CPM)CTET () + GRM)ET () + Q(n) (314)

A negyedik és az 6todik tag 6sszevondsaval, és (311) mésodik soranak felhasznéldsaval:

G(n)[CP(n)CT + R(M)]GT (n) = AP(n)CTG" (n), ami viszont Kiejti (314) masodik tagjat.
Marad az els6, harmadik €s hatodik tag, amibdl:

P(n+1) =[A—Gn)CIP(n)AT + Q(n) (315)

Osszefoglalva:

A rendszermodell: x(n + 1) = Ax(n) + w(n), a megfigyelés: y(n) = Cx(n) + n(n). Az
optimalis rekurziv (un. Kalman) prediktor 6sszefliggései:

Xx(n+1) =Ax(n) + G(n)[y(n) — €x(n)] = Ax(n) + G(n)e(n)
G(n) = AP(n)CT[CP(n)CT + R(n)]? (316)
P(n+1)=[A—-Gn)CIP(M)AT + Q(n)

Megjegyzések:
1. Ha a zajfolyamatok stacionariusak, akkor Q(n) = Q, R(n) = R.
2. Figyeljiik meg, hogy a megfigyelt rendszer modellje hogyan épiil be a megfigyeldbe.
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x(n) = Ax(n — 1) + w(n) _l\ x(n) = Ax(n — 1) + K(n)e(n)
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3. A fentiek szerinti gondolatmenet segitségével eljuthatunk az optimalis rekurziv (un.
Kalman) sziliré 6sszefiiggéseihez is. Ebben az esetben (304) és (305) megfeleldi:

x(n) =Ax(n—1) +w(n) (317)
y(n) = Cx(n) + n(n). (318)

Itt a zajfolyamatokkal kapcsolatos feltételezéseink valtozatlanok, kovariancia matrixaik az
(306) szerintiek. Az (307) osszefliggés szerinti megfigyelé megfeleldje:

X(n) =Ax(n—1)+ K(n)e(n) =Ax(n—1) + K(n)(y(n) — CAx(n — 1)), (319)

ahol K(n) az Gn. Kalman erdsités. A Kalman szlirovel torténd mérést a 36. abra, az ennek
megfelel6 megfigyel6t a 37. abra mutatja be.

n(n) l
-1

> »  Korrekcid
ym) €M

e(n) =y(n) —y(n)

36. abra. Mérés Kalman szlirovel

x(n
SO a L] e . )

y(n) > K(n) (&

x(n—1)

37. abra. A Kalman sziir6, mint megfigyelo

Az optimalis eredmény elérése érdekében keressiik azt a K(n) matrixot (az Gn. Kalman
erdsitést), amely mellett a becslési hiba

P(n) = E{[x(n) - 2(W)][x(n) — 2M)]"} = E{e(n)e" (n)} (320)

kovariancia matrixanak nyoma minimalis. Ennek megtalalasa érdekében képezziik (320)
nyoménak, azaz a trP(n) = E[eT(n)e(n)] skalar értéknek a derivaltjast K(n) szerint.
Megismételve az (309) — (315) osszefliggésekkel jellemezhetd eljarast, az optimalis rekurziv
(Gn. Kalman) sziird 6sszefiiggései:

x(n) =Ax(n— 1)+ K(n)[y(n) — CAx(n — 1)] = Ax(n — 1) + K(n)e(n)
K(n) = [AP(n — DAT + Q(n)]CT[C[AP(n —1DAT + Q(n)]CT + R(n)]‘1 (321)
P(n) = [I - K(n)C][AP(n — DA" + Q(n)]
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Bevezetve a P;(n) = [AP(n — 1)AT + Q(n)] jeldlést megkapjuk a Kalman sziiré szokasos
formaju kifejezéseit:

X(n) =Ax(n— 1) + K(n)[y(n) — CAx(n — 1)] = AX(n — 1) + K(n)e(n)
P,(n) = [AP(n — DA" + Q(n)]
K(n) = P,(n)CT[CP(n)CT + R(n)] !
P(n) = [I - K(n)C]P,(n)

(322)

. Amennyiben az alkalmazott rendszermodellek rendszerzajt becsatold matrixa nem az
egységmatrix, hanem egy alkalmas B matrix, akkor a fenti 0sszefiiggésekben Q(n) helyére
BQ(n)BT irando.

. Determinisztikus gerjesztés hatasa az 6sszefliggések linearis voltabol fakadoan a szuperpozicid
elvének alkalmazasaval érvényesithetd.

. A Kalman prediktor és sziiré kozotti hasonlosagok és kiilonbségek az 34. — 37. abrak ¢és a
kapcsolodd osszefliggések alapjan lathatok. Az optimalis szliréshez kapcsolodd mondanivald
kifejtésére mindkét struktura alkalmas. A kettd kozotti kiillonbség 1ényege az, hogy a Kalman
szr0 a megfigyelt értéket a megfigyelés idépontjahoz rendelhetd allapotvaltozd érték
becslésére haszndlja, mig a Kalman prediktor annak kovetkezé idépontbeli értékét
becsli/josolja. Az eljardsok eredményességét ez a kiilonbség nem befolyasolja. A prediktor
esetében “latvanyosabb” a mérés modelljének beépiilése a megfigyeldbe.
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6. LS becslok rekurziv szamitasa

6.1. A linearis megfigyelési modellt alkalmazé LS becsl6k rekurziv
szamitasa

z=Ua+w (323)

A tovabbiakban is n két dolgot jeldl: (1) az eddig figyelembe vett mintdk szdmat (az egyes
mintak indexelhetok példaul k = 0,1, ...,n — 1 jeldléssel); (2) Az n-edik ,,idOpillanatban” vett
mintat, ami mar az n+ 1-edik mintavett adat. Ezzel a fenti Osszefliggés n minta
feltételezésével:

z(n) = Un)a(n) + w(n), (324)
amihez tartozdan
a(n) = [UTMUM] 0T (n)z(n) = P(m)UT (n)z(n). (325)

Ha vesziink egy tjabb mintat, akkor
zn+1)=Un+Dan+1)+wh+1) =

0] - [+ 0+ )

B [Z(n)

ahol z(n) skalar, az n + 1-edik megfigyelési érték, u(n) sorvektor, a regresszios vektor n +
1-edik sora, és végiil w(n) skalar, az n + 1-edik zajkomponens. Ezekkel a jelolésekkel:
-1

0wy )

an+1) = [[UT(n) ol
illetve a miiveletek elvegzésevel
a(n+1) = [[U7 V@) + wT @u]] 0720 +u’ (2] = )
=P(n+ D[UT(n)z(n) + u’ (n)z(n)].

Az ebben szerepld matrix invertdldst az Un. matrix inverziés lemma felhasznalaséval
végezziik:

[A+BCD]™* =A"'—A"'B[C'+ DA™ 'B]"'DA !, (329)
ahol most A = P~1(n); B =u'(n); D = u(n); C = 1, ezért

Pn+1)=Pn)—Pmu’m)[1+um)Pmu’(n)] *um)P(n) =
P(n)u’ (m)u(n)P(n) (330)
1+un)Pm)u’(n)’

= P(n) -

Ennek felhasznalasaval:
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an+1) =P+ DUT)z(n) + u'(n)z(n)] = a(n) + Pm)u’ (n)z(n) —

P (um) _ - P mumP®) (331)
TTramPmW® P T T amPmut) ¢ WA

Itt a mésodik és a negyedik tagot k6z0s nevezore hozva:

P(m)u’ (n)z(n) + P(m)u’ m)un)P(m)u’ (n)z(n) — P(Mu’ (mMum)P(mu’ (n)z(n) _
1+ u(m)P(m)ul(n) B

_ PUT()z(n) (332)

T 1+umPmul(n) Cz(n).

A bevezetett jelolésekkel:

ain+1)=amn)+6n)[z(n) —un)a(n)]
Gl = P(m)u’ (n)
M) = Tt Peow ()
Pn+1)=[I-6m)un)|P(n)

Osszefiiggések adjak a rekurziv szédmitdshoz sziikséges képleteket. Ezek hasznalatdhoz
sziikség van még az @(0) és P(0) kiindulasi értékre. Ezeket vagy meg tudjuk becsiilni, vagy
megoldjuk az LS becslést a paraméter vektor dimenzidjanak megfeleld mérési adat alapjan, és
annak eredményét hasznaljuk az iterativ megoldas kiindulépontjaként.

(333)

Ha az LS kritériumot kiegészitjik egy Q(n) = diag{(qo, 91, ---» qn—1) sSulyozd matrixszal,
akkor a kovetkezé iteracios lépésben Q(n + 1) = diag{qo, 91, -»qGn-1,9n) Sulyozas
érvényesitendé. Ehhez a matrix inverziés lemma € matrixat € = 1 helyett C = q,, skalar
értékre kell allitanunk, aminek kovetkeztében — a tobbi sszefiiggés valtozatlansaga mellett:

PmuT(n)
/g +umPmul (n)

G(n) = (334)

Ezzel teljes 6sszhangban, ha sulyoz6 matrix egy diagonalis kovariancia-matrix inverze, azaz
n) = diag (1 , 1 ) 1 , akkor a fenti §sszefiiggések

Q) g{ /002 /012 /01%_1) gg

P(mu’(n)
o2 + u(n)P(n)u’ (n)
modositassal hasznalhatok. Ha a kovariancia matrix nem lenne diagonalis, akkor a megismert
fehéritési eljaras alkalmazasaval, azaz egy transzformacid kozbeiktatdsaval juthatunk el a

rekurziv forma alkalmazhat6sdgahoz. Mindezekkel egyiitt rekurziv megoldast tudunk adni a
Gauss-Markov, a BLUE ¢és a stulyozott LS becslések esetére.

G(n) = (335)

Egy tovabbi hasznos stlyozasi forma lehet a Q(n) = diag{(B™ %, 72, ...,1) sulyozoématrix
alkalmazasa, ahol 0 < f < 1. Ekkor a kovetkezé iteracios Iépésében Q(n+ 1) =
diag(p™ ™1, "2, ...,1), vagyis a legutolsé mérési adattal képzett négyzetes hiba 1 stllyal
szerepel, mig a korabbiak rendre kisebbel. Egy ilyen stlyoz6 matrix esetén

P(n)u’(n) 1
FrumPmway’ POt D =gl -6mumlpt)  (336)

Ezzel egy felejtd hatast érvényesitiink, ami nemstacionarius folyamatok esetén elény0s lehet,
hiszen a korabbi méréseket egyre kisebb sullyal érvényesitjlik a szamitas soran.

G(n) =
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Megjegyzés: Ilyen jellegii hatast érvényesit az un. exponencialis atlagold is, amelynél az
egyszerll vagy linearis atlagolasnal szerepld egyre csokkend sulytényezé helyett egy konstans
sulyt (0 < b < 1) szerepeltetiink:

x(n+1)=x(n)+ n;_l_l[y(n) -] »x(n+1) (337)

= x(n) + b[y(n) — x(n)]
Ekkor, £(0) = 0 feltételezésével, (1) = by(0),

%(2) = by(0) + b[y(1) — by(0)] = by(1) + b(1 — b)y(0)
£(3) = by(2) + b(1 — b)y(1) + b(1 — b)?y(0) (338)
x(n+1)=by(n)+b(1-b)y(n—1)+ -+ b(1 —b)"y(0)

Az exponencidlis atlagol6 konstans egytitthatos, igy fel tudjuk irni az atviteli fiiggvényét:
X(2) bz™1
Y@ 1-0-bz?
ami egy rogzitett savszélességli aluldteresztd sziirének felel meg. Az egyszerli atlagolast

ebben a megkozelitésben egy 1€pésrdl-lépésre csokkend savszélességli  szlir6ként
interpretalhato.

(339)

Megjegyzés: A felejtés egy drasztikusabb formajat valdsitjak meg az un. cstiszo-ablakos
jelfeldolgozéasi moddszerek, amelyek rendre a legutols6 N mérési adatra alapozva adjik a
feldolgozas eredményét. Ezekkel a kés6bbi fejezetekben foglalkozunk.

6.2. LS becslok szamitasa kényszerfeltétel esetén

Tételezziik fel, hogy a becsiilendd a paraméter kielégiti az Aa = b kényszerfeltételt. Ekkor
feltételes sz¢élsdértéket keresiink a Lagrange multiplikatoros technika segitségével:

J(a) =(z—Ua)"(z—-Ua) + A" (4Aa — b),

d/(a 340
£=—2UT(Z—Ua)+AT/1=0. (340)
da
Ebbdl a kényszerfeltételt kielégité @, megoldas:
A
a. = [UTU1 Uz - [UTU] AT - (341)

2
Mivel ez kielégiti a kényszerfeltételt (@ a kényszer nélkiili becslét jeloli):

y) y)
Ad, = A[UTUI WU z—- A[UTU] A" = = Aa - A[UTU] A" == b.  (342)

2 2
Ebbdl
% = [A[UTU]*AT] (4@ - b), (343)
amivel
a. =a—[UTU]1AT[A[UTU)AT]"1(4d — b). (344)
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6.3. Nemlinearis megfigyelési modellt alkalmazoé LS becslok szamitasa
A megfigyelési modell s(a) # Ua. A kritériumfiiggvény derivaltja:

d T ds"(a)
a (z—s(@) (z—s(a)) = -2 —

A Newton modszer szerint a g(a) = 0 egyenlet iterativ megoldasa:

(z-s(a)) = —2g(a) = 0. (345)

ag(a) _9 (a,)
da | _ a- a,’
g 9@ ___9a) (346)
1 0 ag(a) y 2 1 —ag(a) T
da a=a, Jda a=a,
De kiindulhatunk s(a) Taylor sorabdl is:
ds(a) 1 r9%s(a)
s(a)—s(a0)+W i (a—a0)+§(a—a0) 7a | (a—a,) (347)
a=ag a=ag
+ ces
a;(:) = U(ay) jeloléssel, és a masodik derivaltat tartalmazo tag elhanyagolasaval:
a=ap
. s(a) =~ s(aop) + U(ay)(a —ay),
ds' (a)
| (2= s(@) = UT(an)[z~ [s(ao) + U(ap)(@—ap)]] =0, %)
a=ag
ahonnan
a=a,+[U"(ay)U(ag)] U (ay)[z — s(a,)]. (349)

De kiindulhatunk J(a) Taylor sorabdl is:

dJ(a)

(@) = J(ag) + = r 2/

1
(a—ao)+§(a—ao) a

a=ap a=ap

(a—ap) +- (350)

Ha J(a)|min = 0, akkor kiindulhatunk az els6 két tagbol, és a tobbit elhanyagoljuk, akkor
@) = V/(a,) jeloléssel:

da lg=qa,

VT (ap)V/(ag)a = V" (ap)V/(ap)ae — V" (ay)](ay),
a=ay—[V/"(ay)V/(a,)] "/ (ay).

Ha J(a@)|min # 0, akkor a VJ(a) = 0 feltétel teljesiilését keressiik, példaul az els6 és a
masodrendii tag figyelembevételével, azaz a tobbi elhanyagolasaval:

(351)

Gl 92
Vj(a) =0= % + ajz(:) (a—ay), (352)
ahonnan:
R @ | d@ @ |
a=ao—|—7;, - oa | _ = a9~ |57 . V/(a,), (353)
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amit Gauss-Newton mddszernek is neveziink.

Megjegyzés: Egyes feladatok alkalmas transzformacioval visszavezethetOk linearis
paraméter-fiiggésre. Példaul a kovetkez6 hullamforma ismeretlen A és ¢ paramétercinek
meghatarozasa nemlinearis LS probléma.

s(n) = Acos(2ufon + @), n=01.. N—1 (354)
Ha azonban az ezzel ekvivalens feliras
s(n) = Acos(2nfyn + @) = Bcos(2nfyn) + Csin(2nfyn) (355)

B ¢és C paramétereit becsiiljiik, akkor a sokkal egyszeriibb linearis LS problémat kell
megoldanunk, és a keresett jellemzoket pedig transzformacioval kapjuk:

—C
A =+B?+C? ¢ =arctan <?> (356)
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7. Modellalapu jelfeldolgozas

A fejezet keretében a modellalapu jel-reprezentacio kérdéseivel foglalkozunk. Az alkalmazott
megkozelités 1ényege, hogy a jeleket az dket generalni képes modellekkel reprezentaljuk, és
ezeknek a modelleknek a feltételezésével megfigyeldket készitiink. A keresett jel-jellemzdk a
megfigyeld jellemz6ibdl kiolvashatok.

7.1. Az alapok felidézése

Eloljaroban a digitalis jelfeldolgozas legalapvetobb modszereit tekintjiik at. Ezek kozott
kiemelt szerepet kapnak a rekurziv atlagolasok.

- Egyszerii atlagolas (lasd 38. abra):

n-—1 n
A 1 A 1 no_ 1 ~
20 =52 ) Y00 = 2+ D =g ) 00 = g ) gy =
k=0 1 k=0 ( )
= 2 + ——= V() — 2]
_1v B X(n +‘1) — () - R
yo) | mHL] FOLE 9o

38. abra. Az egyszerl atlagolas blokkvazlata

Vegylik észre, hogy itt A =C =1, G(n) = ﬁ G(n) - 0,han - .
- Exponencialis atlagolas (1asd 39. abra):

(Ezzel mar az ¢el6z6 fejezetben talalkoztunk, lasd (337) — (339) oOsszefiiggések.)
Id6tartomanybeli leirasa:

X(n+1) =ax(n) + by(n), (358)

ahol a és b konstansok. A frekvenciatartomanybeli viselkedés leirasara hasznalhat6 a z-
transzformacio: zX(z) = aX(z) + bY(z), amibdl kifejezhetd az exponencidlis atlagold
atviteli fliggvénye:

X(2) b bzt
Y(z) z—a 1-—azV
Ez egy alul-atereszt6 sziird, amely, ha konstans jelet kap, akkor a tranziens lejatszodasa

kimenetén ugyanez a konstans jelenik meg. Ehhez pedig az kell, hogy (359) ennek
megfelelden legyen normalva, vagyis H(z) = 1, ha z = 1. Ezzel (359) behelyettesitési értéke

L= 1, vagyis a = 1 — b. Ezzel a (358) 6sszefliggés:

1-a

H(z) = (359)

£(n+1) = 2(n) + b(y(n) —2(n)). (360)
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-1 2+ 1) A
V »l b l -1 x(n) » »
y(n) L $(n)

39. abra. Az exponencialis atlagol6 blokkvazlata

Vegyiik észre, hogy itt is A = C = 1, tovabba G(n) = b. Ennek megfeleléen ilyenkor a
megfigyelt 0j értéket egy konstanssal szorozzuk, ellentétben a linearis atlagoléssal.
Megjegyzések:
1. A (360) 6sszefiiggés felhasznalasaval (v.o. (338)):
x(0) = 0, %(1) = by(0),
2(2) = 2(1) + b(y(1) — 2(1)) = by(1) + (1 - b)by(0), (361)
2(3) = 2(2) + b(y(2) — 2(2)) = by(2) + b(1 — b)y(1) + b(1 — b)*y(0),
I(n+1)=by(n)+b(1—-b)y(n—1) + -+ b(1 —b)"y(0)

2. A (361) osszefiiggés alapjan jol lathatd, hogy mivel 0 < b < 1, a régebbi mintakat egyre
kisebb sullyal vessziik figyelembe. A (361) Osszefliggés gy is szarmaztathatd, hogy a
(359) Osszefiiggést mértani sor alakba rendezziik.

3. Az exponencidlis atlagolds egy rogzitett sdvszélességli aluldteresztd sziirésnek felel meg.
Hozz4 képest az egyszert atlagolds ugy illusztralhatd, mint folyamatosan egyre kisebb
savszélességli alulateresztd sziird.

- Csuszo-ablakos (sliding window, moving average) atlagolas (lasd 40. abra):

n-1 n
1 1
pm=2 ) Yyl =SRmAD =5 )y =

k=n-N 1 k=n-N+1 (362)
=x(m) + 5@ —yh - N)]

Itt is A =C =1, de a becsatolas modja mas. Itt is tudjuk értelmezni az atlagolo atviteli
fliggvényét, mert (362) z-transzformaltja:

zX(2) = X(2) + % (1-z"MY(2), (363)

amib6l:

H@) =5 0= (364)

ym| 1 x(n)

40. abra. A csuszo-ablakos atlagolas blokkvazlata

Megjegyzések:

1. 1 —z7N oszthaté az 1 — z~* tényezével, az eredmény: 1 + z=* + z72+... +z~ V=D ami
azt fejezi ki, hogy N egymast koveté mintat adjunk ossze.

2. A1 -z tényez6 gyokei az N-edik egységgyokok: V1 = z.
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1. Példa: Két érték egyszert atlaga, frekvenciatartoméanybeli viselkedés:

e+ 1) = 2T z -1 (365)
illetve a z-transzformacioval:

20 =y, (366)

ebbdl az atviteli fiiggvény:
H) =2 (367)

z = /9T helyettesitéssel:

. o 1+e el 3 eijT+e_ijT 3 T

H(e/oT) = e7JeT — = e J2%T —— = e 1297 cos — (368)

Ebbdl az amplitido-karakterisztika: |H(e/*T)| = |cos “’TT| a fazis-karakterisztika: ¢(w) =
—%a)T, az wT = km helyen (k = +1, 13, ...) (az eldjelvaltas miatt) w fazisugrassal. Lasd 41.
abra.

2. Példa: Két érték kiilonbsége, egyszert differencialas, frekvenciatartomanybeli viselkedés:

n)—ymn-1
2+ 1) = 20 g( ) (369)
illetve a z-transzformacioval:
-1
2X(2) = Y(2), (370)
Az atviteli fiiggvény:
1—2z71
H(z)=z1 > (371)
z = /T helyettesitéssel:
. . — e JoT 3 eijT - e_ijT 3 wT
H(e]wT) = e_]wT 2 = je_jin —2 - = je_]EwT Sin -, (372)
J

EbbSl az amplitado-karakterisztika: |H(e/*T)| = |sin“|. a fazis-karakterisztika: ¢(w) =
s 3

e Ea)T, az wT = k2mhelyen, (k =0,%+1,+2,...) (az eldjelvaltas miatt) m fazisugrassal.

Lasd 42. abra.
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|H(eN)]

v

__________

41. abra. Egyszer atlag karakterisztikdi ~ 42. abra. Egyszer( differencialas karakterisztikai

3. Példa: Csuszo-ablakos atlagolas, frekvenciatartomanybeli viselkedés:

A (364) dsszefiiggés szerint az atviteli fiiggvény z = e/“T helyettesitéssel:

. e JoT 1 — g=JN&T e_JM Tejg—e_j% e_JNgleSlnN;)T
H(e]wT) = N 1— e JjoT = N .wT T N wT (373)
el 2 —el2 Sin—-
Ebbdl az amplitudo-karakterisztika:
jor sin )
|H(e )l =Nl er | (374)
Sin——
2
(lasd 43. abra), a fazis-karakterisztika:
N+1
Pp(w) = — — wT (375)

az wT = k%ﬂ helyen, (k = +1, £2,...) (az eldjelvaltas miatt)  fazisugrassal, kivéve azokat a
helyeket, ahol sin “’TT is el6jelet valt.

43. abra. A csusz6-ablakos atlagold amplitiddkarakterisztikaja
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7.2. Jelek reprezentacioja jelterekben

Jelterek: az euklideszi tér altalanositasai
- altalanositott tavolsag— metrikus tér
- algebrai alapmiiveletek + linearitds — linearis tér
- norma (kapcsolat a metrikaval) — normalt linearis tér
- skalér v. belsé szorzat > (a,b) = a’b = b'a.

Linearis vektortér:

Bazisvektorok: ¢p,,, m = 0,1,..., N — 1. Ezekkel az x vektor reprezentacidja:
N-1

x= Z t B, (376)

m=0
ahol {a,,}, m = 0,1, ..., N — 1, a baziselemekbdl készitett linearis kombinacid stlytényezdje.
Meghatarozésa:

N-1

€ b = ) tm (D n) (377)

m=0
n=0,1,..,N — 1, egyenletrendszer megoldasaval.

Hasznos az Un. reciprok bazis alkalmazasa: 0,,,, m = 0,1, ..., N — 1, ahol

_ (1, ha m=n
(@ 6) = S Smn = {5 oyeieant (378)
Ezzel:
(x,0,) = X5=6 Am (Pm,0n), Gy = (x,05,), (379)
vagyis
N-1 N-1
x= ) @0n) b= ) (Xn)0n (380)
m=0 m=0

A bazis ortonormalt, ha (¢,,,, $,) = Smn, amivel

x= ) @bn) b (381)

Megjegyzés: ¢, = [Pm(0), P (1), ..., ¢m(N — 1)]7, ahol a zéardjelben megadott indexek
értelmezhetdk diszkrét idédindexkeént.

Linearis tér:

A bazisok folytonos fiiggvények (végtelen dimenzios ,,vektorok™), azaz ¢,, = ¢,,,(t), 0., =
0. (t). Ezzel az x(t) jel reprezentaciodja:

oo

x(t) = Z AmPm (t), ahol ay, = (x(t), O (1)) (382)
m=0

(=)
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Példa:
Fourier sorfejtés: ¢, (t) = exp(j2nmt), 6,,(t) = exp( — j2mrmt), m =0,1,...,N — 1.
Integral-transzformacio:

a bazisoknal m szerint is végtelen finom felbontas, ill. végtelen dimenzio: a bazisokbodl
Osszeall egy kétvaltozos fiiggvény, a stlyozd egyiitthatd helyére pedig egy egyvaltozos
fliggvény 1ép. m — s, ilyenkor

x(t) = fa(s)qb(t, s)ds a(s) = fx(t)@(s, t)dt (383)
s T

integral-transzformacid parok.
Példa: Fourier integral: ¢(t,s) = 1/0(s,t) = exp(j2mst).
Megjegyzések:

1. Diszkrét integrator: a 44. abran lathaté rendszer id6tartomanyi leirdsa:

I(n+1) =x(n)+yhn), (384)
atviteli fliggvénye:
z” 1 2
o=z (385)
n— 7 >

44, abra. A diszkrét integrator blokkvazlata

Egy ilyen rendszer a bemenetére adott értékeket az el6z0 Gsszeghez adja. Figyeljiik meg,
hogy az atviteli fliggvény atirasakor felhasznaltuk a mértani sor 6sszegképletét.

2. A Fourier integral hatasa: Az x(t) jelet szorozzuk az exp(—j2nf,t) komplex
exponencialissal, aminek hatasara a jel spektruma balra tolodik f,-val. (Lasd 45. abra.) Az
integralas végtelen keskeny alul-ateresztd szlironek felel meg, amelynek kimenetén az f;,
frekvencianal érvényes spektrum-értéket kapjuk.

*f\a
/\ > f
o f

45, abra. Frekvencia transzpozicio
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7.3. Megfigyelo jelfeldolgozasi feladatokra

Jelolés: {c,y(n)}, {gm(n)} jeloli a bazis/reciprok bazis rendszereket, m,n = 0,1,...,N — 1.
A mérendd jelrdl azt tételezziik fel, hogy a bazis-rendszer elemek linearis kombinacidjaként
all eld, és a bazisvektorok dimenzidjanak megfeleld6 mintabol allo diszkrét jel. A stlyozo
egyiitthatokat bemenet nélkiili, diszkrét integratorokban tarolt értékek adjak. (lasd 46. abra.)

co(m) 9o(n) ()
-1
z7t Xo 21 %
1-2z71 1— 21
c1(n) g1(n) c(n)
Z_l X1 ¢ 271 551
- _»C)D_> 1—2z71
K1 R
cy_1(n) In-1(M) ) cn-1(n)
z7t Xyt 41 Rt
1-z71 1—2z1

46. abra. Megfigyel0 jelreprezentacio céljara

Ezek az értékek a jelet generald hipotetikus rendszer x(n) =
[xo(n) x,(n) - xy_;(n)]" allapotvaltozdi.
Ezek ®(n) = [Ro(n) Zy(n) - Xy_1(M)]T becsléjét megfigyeldvel allitjuk eld. A
hipotetikus jelgeneral6 rendszert leird egyenletek:

x(n+1) = x(m); yn) =’ (n)x(n), (386)
a megfigyeldt leiro egyenletek pedig:
x(n+1) = () + g()c" () [x(n) — ()] (387)
A hibarendszer:
x(n+1) -2 +1) = (I — gn)c" () [x(n) — Z(n)], (388)

illetve a kezdeti értékek eltérésébol inditva:

x(n+1)—x(n+1) = 1_[(1 — g(k)cT (k))[x(0) — %(0)] (389)
k=0
N 1épéses konvergenciat akkor kapunk, ha:
[ [a-gteman =o. (390)
k=0
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Ez viszont teljesil, ha {c,,(n)}, és {g,,(n)} bazis/reciprok bazis part alkotnak (m,n =
0,1,..,N — 1), ugyanis minden olyan tag, melyben szerepel g(i)c” (D)g(j)cT (), és i # j:
nullat ad a bazis/reciprok bazis elemek ortogonalitdsanak kdszonhetden, tovabba

N—-1 N-1
[ [0-gtcrmw)=1-) @ =o. (391)
k=0 i=0

Megjegyzések:

1. A diszkrét Fourier transzformacio (DFT) esetén:

2ann)} (392)

27 1 .
{cm(n) = exp(ijn)}, {gm(n) = Nexp( —J

2. AYN-1g(k)cT (k) = I bizonyitasa: irjuk fel a g (k)cT (k) diadikus szorzatot:

go(k)

58 Vet 1)~ ena0)] =

gn-1(k)

gdo()co(k)  go(k)en(k) -+ go(k)en—1(k) (393)
g1k giek) o gi(R)en-a (k)

I (0)co(0)  guoa (k) Guoa (-1 (k)

Ha ezek utan, k-t futtatva, minden matrix elemre végrehajtjuk az 6sszegzést, akkor minden
elem helyén egy-egy bazis-reciprok bazis vektor skalar-szorzatat szamitjuk ki, aminek
eredményeképpen a foatloban 1-esek, az 6sszes tobbi helyen pedig 0-ak fognak allni.

3. Az x = Ty jeltranszformacid értelmezése a bazis/reciprok bazis rendszerrel: Elszor irjuk
fel, hogyan képzeljiik el a jel 1étrejottét. (Lasd ehhez a 46. abrat is.)

y(0) co(0) c1(0) cn-1(0) x(0)
}’(:1) _ Cogl) Clgl) CN—:l(l) x(:l) (394)
y(N=-DI Leg(N=1) ¢q(N=1) - cyo(N—-DIx(N—-1)

ahol az x vektor elemei a matrix oszlopaiként megjelend bazis vektorok stlytényezdi. A
jel-transzformacio célja a jelbol (y vektor) kinyerni ezeket a sulytényezoket. Ennek modja
az y vektor szorzasa a

g5 90(0) go(1) - go(N-—-1)
r=| 91 9:0) g - a®N-1 (395)
gt lona©@ gy o gu N -1)

matrixszal. Az eredmény — (394) és (395) Osszevetésével — éppen az x vektor. A jel-
transzformécid matrixanak sorai tehat a reciprok-bazis vektorok.

4. A 46. abran szereplé megfigyelovel a ,,megfigyelés” az els6 N 1épés utan folytathato, a

kapott eredmény mindig az utols6 N mintara vonatkozik (Cslszd-ablakos feldolgozas).
Ehhez
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c(N) =c(0) " c(k) = c(kmodN)

g(N) = g(0) " g(k) = g(kmod N (396)

5. Az abra szerinti sémaban tetsz6leges diszkrét transzformacié megvaldsithatd cstszo-ablak
(rekurziv) jelleggel. A szamitasigény N hosszil blokkra ~N?-tel ardnyos, egy ujabb 1épés
szamitasigénye pedig ~N -tel.

6. Gyakran hasznéljuk a diszkrét Fourier transzformacié part, amelynek dsszefiiggései:

1 N-1 on

x(m) =Nz y(n)e ' n™ m=01,...,N -1,
N-1 o (397)

y(n) = z x(m)e’V™ n =0,1,...,N—1.

m=0
Itt y(n) a feldolgozandé diszkrét idofiiggvény mintait jeloli, x(m) pedig a harmonikus
komponensek sulytényezdit. A megfigyeld sémaval megvalosithatdé rekurziv diszkrét
Fourier transzformaciot RDFT = Rekurziv DFT mddon hivatkozzuk.

7. A késleltetd elembdl, konstanssal torténd szorzasbol és az dsszeadasbol felépiild, idében
diszkrét halozatok sajatfliggvénye a komplex exponencidlis. Ebbdl fakaddéan az RDFT
masképpen is megvalosithato.

8. A folytathatosag értelmezhetd altalanosabban: az elsd N 1épés utan a bazis/reciprok bazis
vektorok els6 elemét olyan értékekkel helyettesitjiik, hogy megmaradjanak a bazis/reciprok
bazis rendszereckre vonatkozé tulajdonsagok. Példa: nem-harmonikus sin/cos
komponensekre bontas.

Keverés-integralas-keverés helyett savsziirés: Rajzoljuk at a 46. abra belsd részegységét a

47. abran lathaté médon. n(Mem(n+1)
Im (M) () Z_l
cpn(n+1)
: : En(m)
47. abra. Diszkrét integrator keverdk kozott 48. abra. Rezonator kialakitasa (1. 1épés)

Toljuk be a bazisvektor-elemmel torténd szorzéast a késleltetd elem visszacsatold hurkdba
(lasd 48. abra). Egy tovabbi 1épésként toljuk tovabb ezt a szorzast a hurokban, amivel a DFT
esetén olyan elrendezést kapunk, amely tobb elonyos tulajdonsaggal rendelkezik (lasd 49.
abra).

cpn(n+1)
Im (Tl) Cm (Tl) Cm (Tl)

Mot

49, abra. Rezonator kialakitasa (2. 1épés)

v

Vegyiikk észre, hogy ezzel az Aatalakitassal az elrendezés fliggetlen lett az n diszkrét
1dovaltozotol, mert a DFT esetében
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cm(n+1)
cm(n)

Az atalakitassal l1étrejott részegységet rezonatornak nevezziik, mert egyetlen (komplex) polusa
az egységsugaru koron, és ezzel a stabilitds hataran helyezkedik el. Egy ilyennek az atviteli
fliggvénye az m-edik csatorna esetében:

21
e/ N

1
=Zm  gmWen(W) =5 (398)

1 zpz !

Kitéré: A valés egyiitthatos és a komplex egyiitthatéos diszkrét Fourier sorfejtés
kapcsolata

Ha a jel egy periddusa N mintabdl all, és id6tartama N /f,,, ahol f,,, a mintavételi frekvencia,
akkor a valos egyiitthatos diszkrét Fourier sorfejtés:

N péros esetén: 0,%", 2%”, ,%m frekvenciaji komponensekbdl, N paratlan esetén
pedig: O,%m, 2%", v, (N — 1)2—’; frekvenciaji komponensekbdl fog allni. Egy y(n) diszkrét
jel sorfejtett alakja:

N paros esetén:

N
-1

2m 21
y(n) = A4y + ) [Aycos (W kn) + Bysin (W kn)] + Ancos (mn) =
- 2

k=1
N1 2 2 2 2
., 2 ) ejWnkn_I_e—jWnkn , ejA’,Tkn e—jWnkn
= 4 + kz_l k 5 + k 2]
ejn:n + e_jn:n (400)
+AN———— =
5 2
N-2
2 ,
At (Ak _]Bk) 2 ken (Ak +]Bk) -j%”kn] + Ayelm™
2 2 >
k=1
N pératlan esetén pedig:
N-1
2
21 . 2m
y(n) = Ao + Z [Aicos (Srin) + Bysin (k)] =
k=1
N-1
2 ejzﬁﬂkn + e—jZWnkn ejzwnkn _ e—jzwnkn
— a0+ Y |4, + B, . - (401)
et 2 2j

N-1
2

A= jBe\ 2m..  (Ap +jBi\ 27

=A0+z[( k 2} k)eijn_l_( k 2] k.)e Gk

k=1

A diszkrét Fourier transzformacio (mar korabban is szerepeltetett) dsszefiiggései:
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N-
1
wm=ﬁiﬁmn ”1(M—§}ukwm (402)

A kétfajta jelolés 0sszekapcsolasaval N paros esetén:

A, —JB N N
A=Y (©0), L2k oy k=1,..,~—1,Ay = Y(—),
2 2 > 2
Ak—% +]Bk ﬂ N (403)
——C =YW k=o+1.,N-1
2 2
A kétfajta jelolés Osszekapcsoldsaval N paratlan esetén:
A, —JB N-1
Ay = Y(O),ijk =Ce=Y(®),k=1,..,—5—,
A N-1 +JjB, N-1 . vk N+1 - (404)
2 - k—% - ) - 2 )y .

Lathato, hogy a komplex forma sokkal tomorebb irdsmoédot tesz lehetdvé. A tovabbiakban a
komplex forméat hasznaljuk. (Kitérd vége.)

Keverés-integralas-keverés helyett savsziirés (folytatas):

A megfigyeld egyetlen csatorndjanak atviteli fliggvénye:

1 z,zt
H,,(2) N 1—2z2,2z"1
Tn(z) = — m- (405)
1+ YN H,(z Znz 1
ZTL—O Tl( ) 1+ = N Zn 0 #
Fontos tulajdonsag, hogy T, (2)l,=;, = 1, ill. T1n(2)|;=7, 7%z, = 0. A rezonator polusnak

megfeleld frekvencian a hurokerdsités végtelen. Az atvitelt a visszacsatold halozat atvitele
hatarozza meg, ami a jelen esetben 1. Ebbdl addddan ezeken a frekvencidkon kedvezd az
elrendezés paraméterérzékenysége.

A megfigyeld csatorndinak dsszegzésével 1étrejovo kimenetre vonatkozo atviteli fliggvény:

Z,z 1

H (Z) — Z;Vl;(} Hn(Z) _ NZn 0 1 — ZTlZ -1 (406)
PUUIHES @) Ly ZaZ
N &n= 0 1—2z,z71

Fontos tulajdonsdg, hogy Hp(z)|,=,, = 1. Mivel ez a megfigyel6é N 1épésben konvergalt, és
utdna mar hibétlanul elballitja a bemendjelet, ezért Hp(z) = z™V kell, hogy legyen. A (406)
Osszefliggés szamlalojat és nevezdjét is szorozva [[NZ2(1 — z,z71) = 1 — z7V tényezével

_ z,z" 1
Ho(r) = —2n=0 i@ _ N(l‘z R P =N
P2/ ™ N-1p - -1 407
+ Ynzo Hn(2) 1-z"N)++ (1 _Z_N)Zn 3 ZnZZnZ_1 ( )
N

A bizonyitashoz felhasznaljuk, hogy
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=

-1 N-1

7,771
# = Z(an_l + (22?2 + (2,27 V)3 +... =
0 n n=0 (408)

=NEV"+@ZV)?2+(ZV)3+.)=N _

S
Il

z
1—2z7N
mivel az N-edik egységgyokok (és hatvanyaik) 6sszege a N-edik hatvany kivételével nulla.

A (407) 6sszefliggés vizsgalata azt mutatja, hogy Hp(z) alternativ megvalositasa a 50. abran
lathat6 elrendezés, ahol az m-edik csatorna atviteli fiiggvénye:
1 Zpmz !
T =—(1-zVH"" 409
(D) = A=) T (409)

¢s amelynek Osszegzett atviteli fiiggvénye:

1 zpz~ !
Hp(z) ==(1—zM)yN1 = =z N 410
b(@) =2 (-2 IN A 410)
| zzt
T 1—2z4271
1 z,z7t
’ N(l—z‘”)—' i 1—2z2z71
-1
Zy_1Z
" 1—2zy_42z71

50. abra. Alternativ megvaldsitas
Megjegyzések:

1. A (409) 6sszefliggés m = 0 esetén (z, = 1) megegyezik a csiszo ablakos atlagolo atviteli
fiiggvényével. Impulzusvalasza/sulyfliggvénye az m-edik bazisvektor, amely N mintabol
all.

2. A (409) osszefliggés a 43. abran lathato amplitado-karakterisztikaju sziir6t eredményez
azzal a kiilonbséggel, hogy a savkozepe nem nulla frekvencidn, hanem a z,, gyoktényezd
altal kijelolt frekvencian van. Ez a frekvencia a mintavételi frekvencia m/N-szeresénél
van. A sziir6 a N szélességli ablakra nézve periodikus jelek komponenseit, a m-edik
kivételével, tokéletesen kisziirik, mert a harmonikus frekvencia pozicidkban a szamlalo
atvitele nulla.

3. A (409) osszefliggés véges impulzusvalaszi sziir6t (csuszo ablakos sziirdt) ir le, mert
szamlaloja oszthatd a nevezdjével. Szadmlaloja az Gn. fésiis sziirét valdsitja meg,
amelynek m indexti fogat a polus ,kitori”. A szamlalé6 megvaldsitasa nagyon egyszert,
amit koran felismertek.

4. Az 50. abran lathat6é struktarat Lagrange struktiranak nevezik, mert a Lagrange
interpolacié frekvenciatartomanybeli megvaldsitdsara alkalmas. Az egyes csatornak
atviteli  fliggvényei a  Lagrange  polinomoknak  feleltethetdk meg, a
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10.

11.

12.

frekvenciatartomanyban értelmezhetd interpolacio pedig ezek linearis kombinacidja révén
jon létre.

Ennek megfeleléen a Lagrange struktarat véges impulzusvalaszi (FIR) sziirok
megvalositasara (is) hasznaljak az aldbbi 0sszefliggés szerint:

H(z) = ) waTo(2) (411)

azaz az egyes csatornakimenetek linearis kombinaciojat képezziik. Mivel w,, = H(z,)
modon hatarozhaté meg, az eljarasat frekvencia-mintavételi eljarasnak nevezik.

A (409) Osszefliggés a stabilitas hataran 1évo rendszert ir le, mert rezonatort tartalmaz,
amely bemeneti jel nélkiil is képes kimeneti jelet produkalni, ha nullatél kiilonbozé
kezdeti értékrdl inditjuk a miikddését. A pdlus pozicido pontos bedllitdisa numerikus
problémakat vet iitkdzik: a polus-zérus kiejtés nem lesz tokéletes.

A numerikus/stabilitasi problémak csokkentése érdekében felvetheté megoldasok: (a) az
1 — z7V polinom helyett [TNZ3(1 — z,z™1) valositandé meg, mégpedig azonos mddon,
mint a polusokat. A nemidedlis polusok kiejtésére egy hasonloan nemidedlis zérus
alkalmazaséaval kerithetiink sort; (b) Megfigyeld elrendezést alkalmazunk, ahol az
egymast kiejtd zérust és polust ugyanaz a hardver valositja meg.

A megfigyeld alapt struktura kedvezébb tulajdonsagokkal rendelkezik, mint a Lagrange
struktira. Mint a késébbiekben latni fogjuk, mikdzben minden olyan feladat ellatasra
alkalmas, amire a Lagrange strukturat kitalaltak, szamos egyéb lehetdséget is kinal: (a)
Lagrange interpolacio tetszOleges (de kiilonb6zé) rezonator podlusok esetében; (b)
tetszbleges atviteli fliggvény polus megvaldsitasa.

Az eddigiekben targyalt atviteli fiiggvények mind valds egylitthatosak, ill. valos
egylitthatdos formara hozhatok. Ezzel egyiitt jar, hogy a gyokok vagy valosak, vagy
konjugalt komplex parban jelentkeznek. A z,, komplex rezonator pélusnak a z,;, =
1/z,, = z;' konjugéltja mindig fellehetd. Ezzel az jar, hogy a fiiggvényeket a —m <
%nm < m tartomanyban, illetve a —f/2 < % fu < fu/2 értelmezziik, ahol f3, a

mintavételi frekvencia, m pedig a rezonator poziciok azonositéja: —N/2 <m < N/2.

A valésagban masodfoku, valds egyiitthatds rezonatorokkal érdemes dolgozni,
amelyekhez Ugy jutunk el, hogy a konjugdlt komplex polusparokkal rendelkezo
csatornafliggvényeket (a) Osszeadjuk, ekkor mindkét csatorna atvitele (egymassal
megegyez0) realis részének kétszeresét kapjuk az Osszegzett csatorna kimenetén; (b)
kivonjuk, ekkor mindkét csatorna atvitele (egymastdl csak eldjelben kiilonbozd) képzetes
részének kétszeresét kapjuk a két csatorna kiilonbségeként.

A (409) 6sszefliggéssel leirt elrendezésbe nem épiil be a jelet generald rendszer modellje,
ilyen értelemben az evvel torténd feldolgozas nem tekintheté modell alapunak.

A 100%-ban negativ visszacsatolas rezondtor-struktura kedvezd tulajdonséigai
analogiaba hozhatoak a hasonloképpen visszacsatolt miiveleti erdsitd tulajdonsagaival: az
igen nagy hurokerdsités nagy pontossagot tesz lehetdvé.

A rekurziv jelreprezentiacio sajatossagai:

(1) soros-parhuzamos atalakito: az idétartomanyban értelmezhetd N mintabol, az N minta

beérkezését kovetden eldall a parhuzamos csatorndkon N adat, amely egyértelmiien
reprezentalja az N id6tartomanybeli mintat.
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(2) A szamitast folytatva tovabbi N mintara ismét eléall a transzformalt tartomanybeli
reprezentacid. Igy folytatva, rendre az N mintabol all6 adatblokk egyértelmi

reprezentaciojat kapjuk a blokkméretnek megfelelé mértékii mintavételi-frekvencia
csokkentéssel (in. decimacidval.)

(3) Az ilyen eléallitas minden Iépésben a legutolsd6 N minta transzformaltjat adja, azaz
csuszd-ablakos/rekurziv transzforméciot valosit meg.

A megvalositott transzformaciok a (395) szerint feléplild matrixok, amelyek a rekurziv
eléallitas kovetkeztében interpretalhatok N csatornas sziir6kként, ahol a szlir6k kimenete
kétféleképpen képezhetd:

(@ A 46. abran lathatdo diszkrét integratorok kimenete, mint sziir6 kimenet, amely
folyamatosan az n = 0 idépontban inditott, majd periodikusan folytatott bazis-vektorok
stlytényezdit becsiili (Fourier esetben ezek a diszkrét ,,Fourier-sorfejtés” egytitthatoi).
Idealis esetben (N-re periodikus, megfeleléen savkorlatozott jel), miutan a megfigyel6 az
els6 N Iépésben konvergalt, a bemendjel tulajdonsigaibol fakaddéan a diszkrét
integratorok kimenete alland6 marad;

(b) A 46. abran lathato, diszkrét integratorok utani keverdk, ill. az 50. abra szerinti diszkrét
rezonatorok kimenetei, amely a legutols6 N minta Fourier transzformaltjat szolgaltatjak,
amelyek megegyeznek a folyamatosan a feldolgozott jel komponenseinek aktualis
mintaival (Fourier esetben ezek az n. ,,Fourier komponensek™). Ezek a komponensek
minden N periddus kezdetén megegyeznek a bazis-vektorok el6zéekben értelmezett
sulytényezdivel.

A rezonator alapu rekurziv diszkrét Fourier transzformator (RDFT)

Az eddigiek részbeni Osszefoglaldsaként tekintsiik at a rezonator alapu rekurziv Fourier
transzformator jellemzdit! Az 51. abra az egyes rezonatorokat mutatja be. A 52. abra a teljes
struktirat illusztralja. Egyes csatornainak atviteli fiiggvényét a (409), az Gsszegzett atviteli
fliggvényt pedig a (410) Osszefiiggés irja le.

—>»{ REZONATOR >

ZnZ
| RO ETT T
n

)
>
A\ 4
N

51. abra. Rezonatorok alternativ megjelenitései
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A A A A N=6
[
1
> » V(1 >
:y(,n)‘v . Hl(Z) ( ) — N - >
1 1
N - T >
—» Hy_,(2) » Y(N-1)

52. abra. A rezonator alapu visszacsatolt struktira
Megjegyzések:

1. A rezonator alapu rekurziv diszkrét Fourier transzformator jelutjainak megforditasaval -
ezzel az Un. transzpondlt struktirdhoz jutunk - egy N bemeneti és egyetlen kimenetii
szlir6t kapunk. Ez egy parhuzamos-soros atalakitd, amelynek bemenetére N 1épésenként
elhelyezett bemeneti érték (,,impulzus™) sulyozza az adott bemenethez tartoz6 komplex
exponencialis bazisfiiggvényeket: ezek linedris kombinéacidjaként jon létre a generdlt jel. A
transzponalt struktira tehat egy jelgeneratort valésit meg. Az ebben megvaldsuld
visszacsatolds biztositja, hogy az egyes rezonatorok ne ¢éljenek ,,0ndllo életet”,
pontatlansdgaik a mikddés soran ne akkumuldlodjanak, mint a visszacsatolds mentes
rezonatorok esetében.

2. Csak paratlan harmonikus komponenst tartalmazo jelek esetén érdekes lehet a —1
egységgyokeire alapozott bazis/reciprok bazis készlet, ill. transzformacid. Ilyenkor az elsé
bazisvektor egy félperiddusti komplex exponencialis, a masodik egy masfél periddusu, stb.
llyenkor Hp(z) = —z ™V, azaz a N 1épésnyi késleltetés mellett fazist is fordit.

3. Ha a (406) osszefiiggésben az 1/N tényez6 helyett a/N szerepel, ahol 0 < a < 1, akkor a
csusz6 ablakos transzformaciot kombinalni tudjuk az exponencialis atlagolassal. Ez azt
jelenti, hogy az egymast kovetd, N hossziisdgu blokkokat felejtd hatdssal atlagoljuk.
Ilyenkor (406)

ﬁzN—l an_l
N

n=071_, ;-1 az™ N az™N
H = = = = 412
p(2) 1+ Eyn-1 Zpz~1 1—-zVN+az?8@ 1-(1—-a)z7V (412)
Nen=01 — 7,771
formaban irhat6, ami a mértani sor Osszegképletével
Ho(2)=azV+a(l—a)z7?" + a(1 — a)?z73N + .-, (413)

vagyis az egymastdl N tavolsdgra 1évé mintdkat egyre csokkend sullyal vesszik az
atlagolasnal figyelembe. Ugyanez a hatds az egyes csatorna kimenetek esetében a
N hosszsagii blokkok alapjan kiszamitott komponens-mintdk exponencialis atlagolasat
eredményezi. Lasd 53. abra.
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a(l—a)

!

(I

a(l — a)?

v

53. abra. Illusztréacio a blokkos felejtéshez
7.3.1. A rezonator alapu megfigyel6, mint univerzalis jelfeldolgozo eszkoz

Altalanositsuk a (399) osszefliggést az alabbi médon:

1

"
=_Jm 414
[rjuk fel ezzel a Hp(2) atviteli fiiggvényt:

N3 Hy(2) s

_ B e —
Hp(z) = —=0=0 22 n? (415)

LTINS Ha@) | 4 g1 _GuZ
n=07_ 7 71

Ha véges impulzusvalaszi (FIR) viselkedést akarunk biztositani, akkor a (415) Osszefliggés
nevezdjének az alabbi kotést kell teljesiteni'

1
1+ z - nz” __ (416)

—zpz7t N2 - z,27Y)

mert ebben az esetben lesz a (415) dsszefiiggés z~ ! polinomja, azaz véges impulzusvalaszi.
Ehhez a {g,,} és az {r;,, = gm/Zm} stlytényezdket

Zm 1
Im = == = == -
" (L = zazm) ™ b (1 — ez (417)
n+m n+m

alapjan tudjuk meghatarozni. FIR sziir6t a frekvencia-mintavételi eljaras szabalyai szerint, az
egyes csatorndk kimeneteinek linearis kombinacidjaként valositunk meg. Lasd (411)
Osszefiiggeés.

Megjegyzések:

1. A rezonator pdlus poziciok szabadon megvalaszthatok (de legyenek kiilonbozdk).

2. Ha a rezonator polus poziciok az N-edik egységgyokok, akkor r;,, = 1/N minden m-re.

Ha végtelen impulzusvalasza (IIR) viselkedést akarunk, és adottak a megvaldsitand6 p,,, m =
0,1,...,N — 1, akkor (416) és (417) megfeleldje:

1 1-— -1
1+ Z 01( Pnz_) (418)
1—Zn 0(1—znz )

G = Z neo(1 = ppzm") o H o(1 = ppzyt)
"IN (- zpz)” ™ TN (= 2oz (419)
n+m n+m
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A szird kimendjelét ebben az esetben is az egyes csatorndk kimeneteinek linearis
kombindaciojaként kapjuk.

Megjegyzés: A rekurziv jeltranszformator, tovabba FIR ¢és IIR szlird megvaldsitasara
egyarant alkalmas rezonator-alapu jelfeldolgozé struktura fontos tulajdonsagai:

(@ A jelet komponensekre bontja, majd (sziikség szerint) linearis kombinacidé képzéssel
szintetizalja.

(b) A rezonancia frekvencidkon a hurokerdsités végtelen, ezért az atvitel paraméter-
érzékenysége — a kimeneti linearis kombinacio sulytényezodit leszamitva — ezeken a
frekvenciakon nulla, az atvitel pontossagat kizarélag ezek a sulytényezok befolyasoljak.

(c) A rezonator pélus poziciok szisztematikus megvalasztasaval stabilitasi és numerikus
szempontbol egyarant kedvezd szamitési elrendezéshez jutunk.

Kapcsolat a Lagrange interpolacios polinommal:

Adott {x,, x4, ..., xy_1} Un. alappontok felett egy fliggvény értékei: vy = y(xq), ¥1 = y(x1),...
Yn-1 = V(xy_1)- Az ezeken a pontokon “athalad¢” Lagrange interpoléacios polinom

N-1
Ve = | Je—x Z o (420)
ahol
Y = Ym
" N;:(l) (Xm — Xn) (421)

Az Osszefiiggések egybevetésével lathato, hogy a frekvencia-mintavételi eljaras (lasd (411)
Osszefliggés) a Lagrange interpolacionak felel meg, és az is, hogy nem csak az N-edik
egységgyokok esetében hasznalhato.

Megjegyzés:

Hermite interpolacié: (tobbszords rezonator polusok esete). Ha az x, alappontban egy
fliggvénybdl Ny(m) szamu adat (érték, els6 derivalt értéke, masodik derivalt értéke, stb.) all
rendelkezésre, akkor az un. Hermite interpolacids polinom

No(m) 1

A"
V() = H(x — )0 2 o (422)
ill. a megfeleld digitalis szlir6-készlet
No(m) LA =i
— ml

amelynek kozOs zérusai, a Lagrange interpolacidhoz hasonloan eldallithatok a kozos
visszacsatolas segitségével. A kiilonbség csak annyi, hogy a multiplicitdsnak megfeleld szamu
rezonator sorosan kapcsolodik.
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7.3.2. A passzivitas feltétele rezonator alapu megfigyel6knél

Kedvezoéek azok a szamitasi eljarasok, amelyek passzivnak tekinthetok. Ezek tipikusan - a
struktirajukbol adodoan - a paramétereik értékétdl fliggetleniil nem ndvelik a jelszintet egy
bizonyos érték folé. A rezonatoros struktira esetében

Hp(z) = —2117 (424)
P& =107
alaku, ahol a és b valds. Annak feltétele, hogy |Hp(z)| < 1 legyen: a = —0.5. Mivel
N-1
a = Re Z H,, (2) (425)
n=0
illetve
N-1 1 i N-1 1 . i
_ InZ InZ _ GnZ = — GnZn T GnZ — GnZn _
2a = Tt | = —1 —1 -
1—2z,z 1—2zz 2—z,z7v —z 1z
n=0 n=0
N-1_Re %] Q2—zpz ' —z;'2)+jIm [%] (znz™1 — z;12) (426)
— n n > _1'
(2 —2zyz7t — z;12) -
n=0
ami z értékétol fiiggetlentil teljesiil, ha
In
Im [—] =0, n=01,..,.N—-1 (427)
Zn
Ekkor
N-1 N-1
ZRe g—"]zZTnsl (428)
ZTl
n=0 n=0
Megjegyzések:

1. Stabil szlir6k esetén mindig létezik olyan rezonator-p6lus készlet, amelyre (428) teljestil.

2. Stabil szlir6k esetén az r;,,, m = 0,1, ..., N — 1 pozitiv szam.

3. A jelenséget strukturalis stabilitdisnak nevezziik, mert a (428) ,globalis” feltételtdl
eltekintve a paraméterektdl fiiggetlen a ,,passzivitas” tulajdonsag.

4. A (419) 6sszefiiggés alapjan

__h=o( —ppz)
" Mh=0 (1 - zazi) (429)

nEm

5. A tervezés menete: (1) a pélusok ismeretében a rezonator-pélus poziciok meghatarozasa
ugy, hogy r,, valos legyen; (2) a (429) alapjan az r,, értékek kiszamitasa; (3) a rezonator-
polus pozicidk altal kijelolt frekvencidkon az atviteli fliggvény ,,mintavételezése”, és ezzel
a sulyozo egylitthatok meghatarozasa.

Példa: Masodfoku, végtelen impulzusvalaszii szlird megvaldsitasa. Elsé 1épésként
megvalasztjuk a rezonator pozicidkat:
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-1 -1
N=2 zy=1 2z =-1 Hy(2)=r 1= -1’ Hi(z) =1, 1121 (430)
Megvaloésitando:
1-7)z71
H(z = L7102
1-rz72 (431)
H(z) = Hy(2)wg Hy(z)wy
14+ Hy(z)+Hi(z) 14 Hy(z)+ Hi(2)
A frekvencia-mintavétel eredménye:
Wo = H(2)|z=1 = Lwy =H(2),__, = —1 (432)
Amivel
1+z Y1z '+ (1 -z Yzt
H(Z) = — — — — — =
1-z2+A+z Y1z -1 -2z"YHrz1?
B (ro+r)z 1+ (rg—1)z? _(A-nz" (433)
1+ (p—r)z l+ (ot —1z2  1—rz72
ahonnan:
1—r
To=1 = ! (434)
2
Megjegyzések:
1. Ha
(1-1r)z7?
H(z) = ——— 435
D) = (435)
akkor
_ 1—r 1—r
Yo E T M T Ty (436)

azaz a rezonator kimeneteket leosztjuk, ami fixpontos szdmitasok esetén numerikusan
elénytelen lehet.

2. Ha z, = j, z; = —j, akkor ugyanerre az atviteli fiiggvényre wy, = —j, w; = j, tehat nincs
leosztas, minddssze a kicsatolas ,,képzetes”. Ilyenkor:
jz = —jz7!
Ho(z) =1y 1_—].2_11‘11(2) =n sz_l (437)

amivel a fenti osszefliggések:
A+jzYryz '+ A —jz Yzt
T+272+ (L +jz Drgjz L — (1= jz Dryjzt
(ro+r)z t+j(ryg—r)z"? (1-r)z? (438)
1 +j(ro—r)zt—(rg+1r —1)z72 T 1trz2

H(z) =
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ahonnan:
1—r

. (439)

T'0=T'1=

Ha Hy(z) és H,(z) konjugalt komplex parok, akkor 1, = 1y, azaz H(z) valds egyiitthatos
lesz.

3. A 2. pont szerinti rezonator pélus poziciok az 1 + z? polinom gydkei, tehat -1 gydkei.
Vegyiik észre, hogy (1 + z2)(1 — z%) = 1 — z*, tehat +1 negyedik gyokei.

7.3.3. Tovabbi transzformaciok megvalodsitasa

A ,jelcsatorndk” parhuzamos kimeneteinek linedris kombinécidjaval Gjabb transzformaciok
hozhatok 1étre. Azt, hogy ezzel a lehetdséggel ¢€liink-e, leginkdbb aszerint hatarozzuk meg,
hogy szamitastechnikailag mi eldnydsebb:

(@) Elképzelhet6, hogy a rekurziv Fourier transzformacié (F) eredménye mindenképpen kell,
akkor egy altalanos transzformaciot, kiilonosképp, ha annak csak részhalmaza sziikséges,
az alabbi dsszefliggéssel szamolunk:

x=Ty=V,Fy, (440)

ahol V; négyzetes matrix.

(b) Elképzelhet6, hogy a transzformaci6 megvalasztasanak szempontja a hatékony
kiszamithatosag. Erre nagyon jo példa a Walsh transzformacié (W), amelynek
bazis/reciprok bazis vektorai — a kdzos normald tényezo6tdl eltekintve — csak +1 és —1
értékeket vesznek fel. Lasd az 54. abrat N = 8 esetére.

Egy ilyen transzformécié hasznalhatd adattomoritésre (ilyenkor az N idOtartomanyi
mintdt M transzformalt tartomanybeli mintaval reprezentaljuk) vagy a (430)
Osszefiiggéshez hasonldan tovabbi transzformaciok eldallitasanal hasznaljuk:

x=Ty=V,Wy, (441)

ahol V, négyzetes matrix.

(c) Kimutattak, hogy a Fourier transzformacié el6allitasa a Walsh transzformacié
kozbeiktatasaval N = 64 pontig szamitastechnikailag eldnydsebb, mint kdzvetleniil:

x=Fy=V;Wy (442)

ahol V3 négyzetes matrix.
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A N=8
1 wal(0,t)
1 wal(1,t)
-1
1 wal(2,t)
1 wa|(§,t)
1 wal(4,1)
1 wal(5,t)
1 wal(6,t)
1 waﬂ7,t)

54. abra. A Walsh transzformacio bazisfiiggvényei N = 8 esetére

7.3.4. Masodfoku, valés egyiitthatos rezonator alaptagok

Valds egylitthatos polinomok gydkei vagy valdsak vagy konjugélt komplex parok. Ugyanez
igaz a beldliik szarmaztatott rezonatoros alaptagokra. A parok Osszevonasaval masodfoku,
valds egylitthatos rezonator alaptagokhoz jutunk. Valos aritmetikdt alkalmazé jelfeldolgozo
processzorokban ez utobbiak alkalmazésa €letszeriibb. Elso 1épésként a konjugélt komplex-
par alaptagok Osszegét képezziik, ezzel az atvitel valos részének kétszeresét kapjuk. Itt
felhasznaljuk, hogy z,, konjugaltja z;!, és 1, valos.

1 -1,-1

TmZmZ~ TmZmiz 2

z lcosp,, —z~
1—2z"1cos ¢, + z72

= 2r, = 2Re[csatorna,,] (443)

1—2zpz7t  1—2ztz71
A kiilonbséget képezve az atvitel képzetes részének kétszeresét kapjuk:
TmZmZ L Tpzmiz ! 0 z lsin g,
= j2r
J ™1 —2z"1cos ¢, + 2z~

IR R g > = 2jIm[csatorna,,]  (444)
m m

Megjegyzés:

1. A (443)-(444) 6sszefliggésekbol kozvetleniil szarmaztathatd valds egyiitthatds rezonator
alaptag blokkvazlata az 55. abran lathat6. Ezt direkt strukturanak nevezziik.
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2 i Wl % 2Im
Tm v 2
»—» 2Re
) z71 sin (@) c0s (@)
21‘72 v . -1 71 -1
2¢0s (¢m) w z
- cos (@,
71 (om) > 2im
sin (@)
4$——ﬂ'—> 2Re

55. abra. Direkt struktirdji masodfoku rezonator

Az édbra bal oldalan jol azonosithat6 a nevezd polinom megvaldsitasa, és a valos, valamint
a képzetes rész szamitasa. A jobboldali valtozat — kis atalakitassal — a szorzas-miiveletek
minimalizalasara torekszik.

2. A koz0s visszacsatolasos struktiraban a valds egylitthatos rezondtorok széma legfeljebb
N/2.

3. A visszacsatolasos struktirdban csak a (443) Osszefiiggés szerinti kimeneteket kell
Osszegezni, mert a képzetes részek dsszege nulla.

4. A frekvencia-mintavételi eljaras alkalmazasa esetén a csatorna kimeneteket az ugyancsak
konjugalt komplex modon megjelend w,, sulytényezdvel kell megszorozni. Koénnyen
belathato, hogy a gyakorlati megvaldsitas soran az m indexii valos kimenet Re w,,-mel, az
m indexii képzetes kimenet (— Im w,,) értékkel szorzando. A direkt struktira alkalmazésa
esetén ez utdbbi tényezd dsszevonhatd a sin ¢, tényezdvel.

Ortogonalis strukturak altalaban:

Az un. ortogonalis struktarak esetén belathatd, hogy ha a szamitasok eredményének
memoriaba helyezést megel6z0, praktikusan elkeriilhetetlen kvantalasat az Gin. abszolut-érték
abszolut értékét vessziik és a kapott szamot ,lefelé” kerekitjiik, akkor a szamitasok kisebb
energidju értékek felé visznek, igy a szamitdsok — nemlinedris hatasok eredményeként — nem
vezetnek oszcillacidhoz, a belsé energia felemésztddik. Az ortogonalis strukturdkat azzal
definialjuk, hogy az

x(n+1)] _ . [x(n)
] Bl bk (443)

formaju rendszerleirasban, ahol most y(n) és u(n) jelolje a skalar kimenet és a skalar kimenet
diszkrét idoéfiiggvényét, x(n) pedig allapotvektorat: a T'T =1, azaz TT =T, azaz T
ortogonalis matrix, hiszen oszlopai egymasra merdleges vektorok. Képezziik (445) mindkét
oldalanak dnmagaval vett skalar-szorzatat

Wyl = e oo T[] @
amit kifejtve
z xi(n+1)+y%(n) = Z xZ (n) + u?(n). (447)
k=0 k=0
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Ebben az esetben, ha feltételezziik, hogy a bemenet nulla, azaz u(n)=0, akkor (232)

N-1 N-1
D+ - ) ) = -y (448)
k=0 k=0

alakban irhato, amelynek értelmében, ha van nem nulla kimendjel, akkor az allapotvaltozok
altal hordozott belsé energianak csokkennie kell. Ezt a tulajdonsagot kiegészitve az abszolut-

cyey

magara hagyott rendszer belsé energiajat disszipalni fogja, tn. hatarciklus oszcillaciok nem
alakulnak ki.

Megjegyzés:

Ha a (428) Osszefiiggésben az egyenlGség teljesiil, akkor a rezonatoros struktira, amit az
RDFT, és tetszdleges FIR ¢és IIR sziird realizalasara hasznalhatunk, teljesiti az ortogonalitas
feltételét, ha az allapotvaltozo ,,becsatolas” és a ,kicsatolas” vektora:

G = [ZO\/r_O ARV T ZN—1VrN—1]1 C= [\/7”_0 Voo VrN—l] (449)
Figyeljiik meg, hogy az eddig hasznalt
GT = [zo70 Z171 - Zy—1Tn-1], c=[1 1 .. 1] (450)

csak annyiban kiilonbozik, hogy az egyes rezonatorokon beliili szamitasok ,,jelszintjét”
masképpen allitjuk be.

A hatérciklus oszcillaciok elkeriilésére az abszolut-érték csonkitast az allapotvaltozo értékek
»tarolasat” megeldzden kell elvégezni.

Maisodfoku, valos egyiitthatés rezonator alaptagok (folytatas)

Az 56. abran ismét lerajzoltuk a (443)-(444) Gsszefiiggések alapjan szarmaztatott szamitasi
vazlatot, az un. direkt struktara szerinti rezonatort. Tekintsiik a tarolo-elemek tartalmat
allapotvaltozoknak, és adjuk meg a struktira allapotvaltozos leirasat.

2

@ »—» 2Rey,
os (¢m)

R = -1

x,(n+1) x,(n)

21, Y

e(n) ;‘{ x,(n+ 1L

sin (@)
56. abra. A direkt struktura az allapotvaltozok feltiintetésével

Ekkor a szamitas 6sszefiiggései a rezonator bemeneti jelét e(n)-nel jeldlve:

ot i Gy | e O

illetve a kimenetek:
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2ReP,(n) = [cos ¢y,  —1] xl(n)] 2Im¥p,,(n) = [sin¢,, 0] [ilgzg , (452)

Megjegyzés: A szamitasok konkrét formdja nem kézombds, ha fixpontos (jelfeldolgozo)
processzorral vagy mikrovezérldvel valdsitjuk meg. Gondot okoz (1) a szamitdsok un.
dinamikatartoménya, és (2) a véges szamabrazoldsi pontossag. Ez utobbi — bar a kozos,
100%-os negativ visszacsatolas ez ellen dolgozik — rezonatorok esetén akar avval is jarhat,
hogy megvalosuld polus az egységsugaru koron kiviilre keriil, amivel nulla bemenet esetén is
novekvo kimendjel jar. A dinamikatartomany problémajat jo illusztralja a (451) szerinti
allapotatmenet matrix, mert ha a fixpontos szdmabrazolast 1-re normaljuk, azaz az
abrazolhatd legnagyobb érték egységnyi abszolut értéki, és feltételezziik példaul, hogy
cos ¢, = 1, x;(n) = 0.5, x,(n) = —0.5, akkor azonnal lathat6, hogy a szamabrazolasi
tartomanybdl jelentdsen kilépd eredmény kapunk, mikdzben az dallapotvaltozok a
szamabrazolasi tartomany kozepén 1€vo értékek voltak.

Ortogonalis rezonator:

Hasonlosagi transzformacioval a (451)-(452) szerinti szamitas a dinamikatartomanyt illetéen
kedvezobb alakra hozhato:

[xl(n + 1)] _ [cos ¢om —Sin qu] [xl(n)] + [ZTm cos ¢,

x,(n+ 1) [sing,, cosoy |lx,(n) 2%y, SN ¢y

] e(n) (453)

2Re§, () =[1 0] [xlg g] 2imy,,(n) = [0 1] [283 . (454)

Ezt a szamitdsi modot az 57. abra illusztrdlja. Az igy kiszdmolt rezonatort ortogonalis
rezonatornak nevezziik.

2 l cos +1
e(n) i P >, ilG -1 4}1—“1(71) 2Redp,

—Sing,

P
A
N

sing, -1 ~
3 x,(n+1) x,(n) Im

COSPm

57. abra. Az ortogonalis rezonator blokkvazlata

Azt, hogy ez megfelel a (443)-(444) osszefiiggéseknek célszerlien ugy ellendrizhetjiik, hogy
(453) z-transzformaltjat képezziik:

zx1(z)] _ [cos ¢y, —sinp] [x1(2) Zrm cos ¢,
rol = |

ZXx,(2) sing,, cos oy, 1lx, (z) 27y, Sin ¢,

] e(2), (455)

x1(2) ;. %2(2)
e(z) cs e(z)
fiiggvényeket. A (453) Osszefliggés alapjan jol latszik, hogy az allapotvaltozd vektorokat az

majd eldszor x,(z), utdobb x;(z) eliminalasaval szarmaztatjuk az atviteli
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allapotatmenet matrix csak elforgatja, végpontjuk mértani helye kor. A (454) Osszefiiggés
alapjan pedig az latszik, hogy a valds-rész és a képzetes-rész kimeneteket maguk az
allapotvaltozok adjak.

Megjegyzések:

1. A struktara egyértelmi elénye a kedvezo viselkedés a dinamikatartomany szempontjabol.
Hatranya, hogy a rezonator polus pozicio origotol vald tavolsagat — a (453) Osszefliggés
vizsgélataval belathaté moédon — a sin? ¢ + cos? ¢p = 1 Osszefiiggés felhasznalasaval
allitja be, ami a valdsagban, a véges szamabrazolasi pontossag kovetkeztében [sin? dlo +
[cos? ¢lo =1 formaban valosul meg. Itt [..]o a kvantdlds miveletét szimbolizalja.
Tovabbi hatrany, hogy a (nem-elfajuld) szorzotényezok szama nagyobb, mint a direkt
struktara esetében.

2. A dinamikatartomény probléma egy masik vonatkozasa, hogy milyen kovetkezménnyel jar
a tulcsordulds fixpontos aritmetika esetén. A hatds mindenképpen nemlinearis, de nem
mindegy, hogy ennek kdvetkeztében a rezonator belsd energidja nd vagy csokken. Az 58.
abra ezt illusztralja a (451) szerinti allapotvaltozos leiras esetére. A ferde ellipszis lenne az
azonos energiaju pontok mértani helye, ha nem lenne tilcsordulés.

Xo A

e W%

/t
AT

58. abra. Rezonator energiaviszonyai fixpontos szamabrazolas esetén

Ha attériink fixpontos abrazolasra, akkor ez a ferde ellipszis metszi a szamabrazolasi
tartomanyt, amire reagalni kell. Szokasos megoldasok a kdvetkezok:

- kettes komplemens érték érvényesitése,
- a maximalis érték helyettesitése,
- nulla helyettesitése.

Mindhérom stratégia esetén eléfordulhat, hogy a ferde ellipszisen kiviili pontba keriiliink,
ami nagyobb belsd energidju jelszintet eredményez. (Gondoljunk arra, hogy nulla bemenet
esetén az oszcillator a belsd energidjanak/kezdeti értékének megfeleléen produkal kimend
jelet.) Ugyanez nem alakul ki az ortogonalis rezonator esetében, mert a tilcsordulas utan
alkalmazott stratégidk mindegyike kisebb energiaju pontba viszi a rezonatort, hiszen az
allapotvaltozok vektoranak végpontja ferde ellipszis helyett kor.

Az 58. abran az is lathatd, hogy a korabban hivatkozott abszolutérték csonkitas — ferde
ellipszis esetén — ugyancsak eredményezhet nagyobb belsé energiat, ami nem kivanatos.
Ertelemszerien az ortogonalis rezondtor megoldast jelent, mert abszolutérték csonkitas

s

3. A dinamika-tartomany, a szorzas-szam és tllcsordulas esetén mutatott tulajdonsagok
egylittes kompromisszuma az Un. hullamdigitalis rezonator (Lasd 59. abra), amelynél a
dinamika viszonyok alakulasat fekvo, ill. allo ellipszisek jellemzik, igy a tulcsordulas
esetén mindig alacsonyabb energidju pontba keriiliink. A szamitasi Osszefliggések
allapotvaltozos formaja
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[xl(n + 1)] _ [ cos ¢, coS ¢y — 1] [xl(n)

rm
x,(n+1) cosPm+1  cosdpy, |lx, (n)] + [Tm] e(n) (456)

x1(n)
xa(n)]

230 = s sincon][ 257

2Rey,,(n) = [cos ¢, + 1  cos ¢p,,, — 1] [
(457)

ahol az 6sszefliggések helyessége a fentiekhez hasonldan bizonyithato.

x;(n+1)
_1 [ cos (¢m) "
>zl 7Y ™ plp—b 2Ref,
-1
T
e ——— F [sintow)
»2Im7y,
" " % x,(n) -1
x,(n+1)

59. abra. A hullamdigitalis rezonator blokkvazlata

7.4. A rekurziv DFT és az LMS eljaras kapcsolata

Az LMS eljarés (lasd (216)) lerajzolhatd (lasd 60. abra) ugyanolyan forméban, mint a
rekurziv jelreprezentacio (lasd 46. abra). A (216) Osszefiiggés komplex regresszids vektor
esetén:

Wn+1) =W(n)+ 2uX*(n)e(n), (458)

azaz a bazisvektor az X(n) vektornak, a reciprok bazis vektor pedig az 2uX*(n) vektornak,
azaz a komplex konjugalt konstans szorosanak felel meg. Ha X(n) a harmonikus komplex
exponencialisokat tartalmazza, és 2u = 1/N, akkor az LMS eljaras éppen a rekurziv DFT-t
irja le.

Wo(n+1) wy(n)

4 @ > 2zt =@

Xo(n) Xo(n)

»@ > 1 >@

Wiei(m+1)  wyl m)

@ >z (o )—>

Xn-1(n) Xn_1(n)

v

v

\/
A 4

60. abra. Az LMS eljaras szamitasi vazlata

98



Méréselmélet: 7. Modellalapu jelfeldolgozas

7.5. Transzponalt struktiara

A 61. dbra a linedris kombinatorral megvalodsitott FIR szlir6t, ill. transzponalt véltozatat
mutatja be. Ez utobbi a nyiliranyok megforditasaval allithat6 el6. (A transzponalt struktira
kedvezébb lehet, ha a két-bemenetli Osszeadokat parhuzamosan akarjuk megvalositani
sebességi megfontolasok alapjan.) Ugyanez a transzponaldsi miivelet a rezonatoros struktira
esetén szimmetrikus felépitésii “generator-analizator” part eredményez, ezzel az analizator
struktara kedvezé (madasodlagos) tulajdonsagai a jelgeneratorra is érvényesithetd. A
,jelgenerator” hasznalhatd parhuzamos-soros atalakitoként, amikor elegendé a bemeneti
csatornakra csak minden N-edik 1épésben nullatol kiilonbozé bemeneti értékeket juttatni,
mivel azok erre N hosszusagu valaszt képesek generalni.

x(n) > 771 ¥ 7z > 71 > 771
Wo Wi W> w3 Wy
» » y > > y(n)
x(n) — > >
Wy w3 Wy Wy Wo
z71 771 I 771 O » y(n)

6.1. abra. Egyszert transzverzalis sziird és transzponaltja
7.6. Ortogonalis transzformacio adatredukcios céllal

Fékomponens analizis/Karhunen-Loéve transzformacio

Az eddigi jeloléseket alkalmazzuk. A reprezentalandé jel mintait az y a reprezentalo értékeket
pedig az x vektorba rendezziik. Célunk az utobbi dimenzidjanak csokkentése atlagos
négyzetes kritérium szerint optimalisan. Ehhez egy ortogonalis bazis-reciprok bazis rendszert
keresiink a jelhez:

x=Ty, T"=[¢po &1 .. Pyl d[P; =5 (459)

Az y reprezentacidja a teljes, ill. a redukalt rendszerben:

N-1 -1 N-1
y=Tx=) xdy §=) xpi+ ) b (460)
i=0 i=0 i=M

Lathato, hogy M < N szamu egyiitthatoval akarjuk reprezentdlni a jelet, a maradék N — M
bazisvektor sulytényezdjét pedig hibaminimalizaldssal hatarozzuk meg. A kozelités hibgja:

N-1
Ay=y-9=) (- b)o; (461)
i=M

Az atlagos négyzetes hiba:
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e = E{|4y1%} = F((4y)" 4y} = ) E{(x;— b)), (462)

Elsé 1épésben keressiik a minimalis hibat okozd b; tényezdket. A (462) Osszefiiggés
derivalasaval b; = E{x;},i = M,M + 1,...,N — 1. Mivel x; = ¢ y, ezért

b = ¢ E(y} = |V, (463)
amit behelyettesitve a (462) dsszefliggésbe:
N- -
e= ) STE(-NO-9 b= ) ¢ Cyds (464)
i=M i=M

ahol C,,, a reprezentdland? jel kovariancia métrixa. Méasodik 1épésként keressiik azt a ¢p;, i =

0,1, ..., N — 1 bazisrendszert, amelyre (bl-T(l)L- = 1, és a hibat minimalizélja. Ehhez a feltételes
sz€lsoérték kereséshez a Lagrange multiplikatoros mddszert alkalmazzuk:

N-1 N-1
== ) fOTG—11= ) [#] Cpybr — Bl b — 111 (465)
i=M i=M

Bi,i=M,M+1,..,N— 1, a Lagrange multiplikator. Derivalunk ¢;szerint:

0¢&
0,

A (466) osszefiiggés egyenld nulla feltételbol:

=2Cyy¢; = 20:¢;- (466)

Cyy @ = b9, (467)

azaz a Lagrange multiplikdtorok az y vektor C,, kovariancia madtrixdnak alkalmas
sajatértékei. Ezt visszahelyettesitve a (464) kifejezésbe:

Emin = ;ﬁi (468)

azaz az atlagos négyzetes értelemben legkisebb kozelitési hiba eléréséhez bazisvektorokként
az y kovariancia matrixdnak sajatvektorai koziil azt a M darabot kell kivalasztani, amelyhez
az M legnagyobb sajatérték tartozik. (Ezek az un. fékomponensek.) A (468) Osszefliggés
szerint ugyanis a kozelités atlagos négyzetes hibajat a legkisebb M — N darab sajatérték
Osszege adja. (Kordbban mar lattuk, hogy a kovariancia matrix tulajdonsaga, hogy sajatértékei
pozitiv szdmok.)

Megjegyzés: Ugyancsak koradbban targyaltak felhasznalasaval:

Cox =TC,, T =TC,,T" =diag < By Pf1 . Bn-1> (469)
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8. A nemlinearis jelfeldolgozas alapjai

Jellemzés: (1) A szuperpozici6 hidnya; (2) Az dltalanos elmélet hianya.

Probalkozasok: (1) specidlis bemendjelek, (2) specialis struktardk, (3) sorfejtések
alkalmazasa, (4) nemlinearis sziirok.

Az els6 harom esetben sok vonatkozas a linearis elméletb6l.
8.1. Specialis bemendjelek

Szinuszos bemendjel, leiro fliggvény modszer: a kimendjel Fourier komponenseire szinuszos
analizis. Hagyomdanyosan igy kezeljik a klasszikus nemlinearis aramkoroket, mint az
egyeniranyitokat, oszcillatorokat, tipegységeket.

8.2. Specialis strukturak

a dinamikus rész linearis, és kiegésziil statikus nem-linearitasokkal. A linearis rész kezelhetd
frekvenciatartomanybeli modszerekkel, a nemlinedris marad az id6tartomanyban. Periodikus
bemenet esetén iterativ megoldas (pl. harmonic balance technique.)

Homomorf jelfeldolgozas: a szuperpozicio altalanositasa. A szuperpozicié az alabbi
tulajdonsag:

Tlx1(n) + x;(M)] = T[x1(M)] + T[x2(n)]

(470)
Tlex;(n)] = cT[x1(n)]
ahol T egy rendszer transzformacio.
Altalanositas: ) jeldli a ,,+” miiveletet a bemeneten,
o jeldli a ,,+” miveletet a kimeneten,
jeloli a ,,c”-vel vald szorzast a bemeneten,
- jeloli a ,,c”-vel valo szorzast a kimeneten.
H[x,(n) @ x,(n)] = H[x,(n)] e H[x2(n)] 471)
H[c:x;(n)] = c—H[x;(n)],
ahol H egy rendszer transzformacio.
Példa: multiplikativ homomorf rendszerek: @— szorzas, : = hatvanyozas.
x(n) = [x;(W)]*[x2()]# (472)

1. 1épés:
x(n) = log[x(m)] = alog[x1(M)] + B log[x, ()] = loglx(n)| +j arg[x(n)] (473)
2. Iépés: feldolgozas linearis haldzattal:

xX(m) -y (474)

101



Méréselmélet: 8. A nemlinearis jelfeldolgozas alapjai

3. Iépés:
y(n) = ey(n) = ely(nﬂe,jarg[j}(n)] (475)

Lasd 62. abra. Az eljaras multiplikativ jellegli zavarok elnyomasara jol hasznalhato.

Szorzas Osszeadas SZorzas

x(n) komplex | x(n) linearis y(n) komplex y(n)
—> log rendszer exp —*

\ 4

A 4

62. abra. Multiplikativ zajok elnyomasa

8.3. Sorfejtések alkalmazasa

- munkaponti linearizalas: ,,kicsiben” minden linearis.
- nemlinearis allapot- és megfigyelési egyenlet

x(k + 1) = ®[x(k), u(k), k]
y(k) = ¥P[x(k), k]

Az éallapotegyenletet az x = x, és u = u, pontban “linearizdlva” (Taylor sorba fejtve) a
kovetkezd alakot kapjuk:

(476)

Ax(k+1) = Z—i ) Ax(k) + ?3;:: ) Au(k) = A(k)Ax(k) + B(k)Au(k)
X0,Uo, X0,Uo, (477)
ik 4
ay(k) = 5| 4x(k) = C(ax(k)

Ezzel egy kis kornyezetben lineéris egyenletrendszerre visszavezetve oldjuk meg a problémat.
A kovetkezd lépésben “kicsit” tovabblépve ujbol linearizalunk, és igy haladunk tovabb.
Fogalmazhatunk gy, hogy szakaszonkeént linearizalunk.

- Volterra sorok alkalmazasa: A konvolucios integral altalanositasa. Egyvaltozos esetben a
rendszer leirdsa:

y(t) =Flu(r);ty <t < t]+y(ty) (478)

F egy funkciondl (fiiggvény fiiggvénye), amelyet funkcionalok sorozataval kozelitiink:

Fy =t ho (1)
Fi = ho(t) + | hq (¢, 71)u(ry)dry
¢ fo t ot
F, = hy(t) +J hy (t, 7)u(ry)dry +f _[ hy (¢, 71, T2)u(t)u(rz)dr,dt, (479)
to to Jto

t

Nt ot
Fy = ho(t)+2f f o | he(t T, T, e T)U(TU(T) e u(TR)dT dT, L d Ty
k=1"to"to

to
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Méréselmélet: 8. A nemlinearis jelfeldolgozas alapjai

Ezek felhasznalasaval: Flu(t);ty <t <t]= @ Fy, és ebbdl a Volterra-sor (funkcional
k—o0
hatvanysor):

y() = ho(t) +

w  t ot t 480
I fto fto fto Ry (t, T1, T oo, TE)U(T)U(TY) o u(Ty)d T dT, .. d Ty + Y (Eo) (480)
Linearis rendszermodell esetén:
t
y® = ho(®) + | A (6 r)uCm)dr + y(6) (481)

to

Ha a rendszernek nincsen dinamikus eleme, azaz a rendszer egy statikus nemlinearitést valosit
meg, akkor a vazolt moédszer kozonséges hatvanysorra vezet: hy(t) = ¢y, hi(7) = ¢16(7),
h,(t41,7T3) = ¢8(11)8(1y), ..., amivel (cy, ¢4, C3,..., alkalmas konstansok):

y(t) = ¢o + cyu(t) + cu?(b)+... (482)

Megjegyzés:

A fenti megfontoldsok id6ben diszkrét esetben is hasznalhatok. Ha a nemlinearitas polinom
révén valosul meg, akkor tn. polinomidlis szlir6krdl beszéliink. Egy méasodfokt polinomialis
sziir6 blokkvazlatat mutatja a 63. abra. Itt x(n) és korabbi mintai mellett ezen mintak
négyzete ¢€s szorzataik is részt vesznek a kimenet meghatarozasédban linearis kombindciod
segitségével. Az ilyen rendszereknél az adaptivitast/tanulast az eddigiek szerinti iterativ
eljarasok felhasznalasaval is megkisérelhetjiik. (Lasd adaptiv linearis kombinator.)

h,(0)
x(n) e 7 ! w—> v(n)
Z—l
hy(1) S
Z‘:1
m@

ZC* h,(0,0)
h,(0,1)

o

_C h,(0,2)

': : hy(1,1)

:C hy(1,2)

:C hy(2,2)

63. abra. Egyszerli polinomialis szlird

I8

!
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Méréselmélet: 9. Gyakorlo feladatok

. Két konstans érték kozott ugrasszertien valtakozo jelet detektalunk két zajos megfigyelésre
alapozva. A megfigyelések fiiggetlen, Gauss eloszlasu valdszinliségi valtozok a és 7a
(a = 3) varhato értékkel, g,, = 0.5 szorassal. H, jelzi azt a hipotézist, hogy a jel a értéki.
Ennek a priori valoszinlisége Po=0.9. H; jelzi az a hipotézist, hogy a jel 7a értékii. Ennek
a priori valészintisége P1=0.1. A feltételes stirliségfiiggvények:

(z—a)2 (z—7a)2
1 1 V2 - 1 1 ——F0=
LT i Lle 2R
V2T oy V2T op

A koltségek: C;o = Cp; = 10; Cypg = C;; = 0. Hatarozza meg a dontési kiiszob értékét!
Mi a feltétele annak, hogy a dontési kiiszob 4a legyen?

. Mutassa be a minimadlis atlagos négyzetes hibaju becsld, a minimalis atlagos abszolut
hibaji becsld, és a maximum a posteriori becslé kritérium filiggvényét! Adja meg ezen
becslok szdrmaztatasi modjat abban az esetben, ha ismert a megfigyelés a posteriori
stiriségfliiggvénye!

. Egy megfigyelés aposteriori stirliségfiiggvénye csak a [0,4] intervallumban kiilonbdzik
nullatol. [0,1] kozott 0.125, majd (1,3) kézott linearisan nd 0.125-r61 0.625-re, végiil [3.,4]
kozott konstans. Hatarozza meg a minimalis atlagos négyzetes hibaju becsld, a minimalis
atlagos abszolut hibdju becsld, és a maximum a posteriori becsld értékét!

. Mérendé egy ismert jel ismeretlen amplitidoja N megfigyelésre alapozva: z, = asy + ny,
k=0,1,...N — 1. Az ismeretlen a paraméter és az nx zaj Gauss eloszlasu, ismert varhato
értékkel és varianciaval. E{a} = u,, var{a} =2, E{ng} =0, cov{ninj} = 0564,
cov(a, nj) =0, Vi-re, Vj-re. Haszndlja a maximum a posteriori (MAP) becslés
technikajat, és adja meg a paraméter legjobb MAP (@, 4p) becslését! Bizonyara ismeri,
hogy:

oralz)

fzla)f(a)
o =0, f(alz) = :

a=ayp (@

Hatarozza meg a minimalis atlagos négyzetes hibaju becslo (ays) értékét is!

. Mérendd egy ismeretlen paraméter N megfigyelésre alapozva: z, =a+ny, k=
0,1,...N — 1. Az nx zaj Gauss eloszlasu, ismert varhato értékkel és varianciaval. E{n;} =
0, cov(ni,nj) = 0,%61-]-, cov(a, nj) = 0, Vi-re, Vj-re. Az a paraméterrdl nincsen eldzetes
informécionk. Adja meg a csatorna-karakterisztika Osszefiiggését! Vezesse le az a
paraméter maximum likelihood (@) és Gauss-Markov (dgy,) becsléjét! Hatarozza meg
mindkét becsld variancidjat! Vezesse le a Cramer-Rao alsé korlat kifejezését, és
ellendrizze, hogy a becsldk variancidja eléri-e a Cramer-Rao alsé korlatot, azaz minimalis
variancidji becslok-e? Vizsgalja meg mindkét becsld torzitott vagy torzitatlan voltat!
Hatarozza meg mindkét becsld esetére az atlagos négyzetes hibat!

. Zajjal terhelt megfigyeléseink vannak. Milyen mérési modell és milyen zaj modell esetén
lesz optimalis az idedlis atlagolas?

. A mért adatainkrol feltételezziik, hogy felirhatok: y, = a¢ + aqu, + w,,n=0,1,...,N —
1; ill. vektorokkal-matrixokkal z = Ua + w formaban, azaz modellt illesztiink Hatarozza
meg a paraméterek legklsebb négyzetes hibaji (LS) becsléjét ha YN-2u, = 0, ¥N-3u2 =

100, YNy, =5, ¥N-1u,y, = 100, N = 10!

. E{(y — 9)?} kritérium alkalmazasaval illesztjiik az y = a, + a,u? fiiggvényt az y(u)
fliggvényt. Adja meg, hogy u és y mely momentumainak ismerete sziikséges az ismeretlen
paraméterek meghatarozhatosagahoz!
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Méréselmélet: 9. Gyakorlo feladatok

10.

11.

12.

13.

14.

15.

16.

17.

18.

19.
20.

Vezesse le az adaptiv linearis kombinator esetére érvényes Wiener-Hopf egyenletet!
Hatdrozza meg a stlytényezoket arra az esetre, amikor PT = [0 — 0.5 * sin(4z/N)], R
elsé sora = [0.5 0.5 * cos(47/N)], R masodik sora = [0.5 * cos(4z/N) 0.5], ahol N =
12! A linearis kombinator bemeneteire egységnyi amplitidoja, szinuszos hulldamformaju
jelek mintéit vezetjiikk. Hatdrozza meg ezen jelek egymashoz viszonyitott fazishelyzetét!
Hatarozza meg a linearis kombinator kimenetén megjelend hullamformat!

Vezesse le, hogyan vezetjiik vissza az adaptiv IIR szlirdk problémajat adaptiv FIR sziirési
problémara és rajzolja fel a megvaldsitando sziird blokkvazlatat!

Az LMS eljaras példajan keresztiil mutassa be a stabilitdselméleti megkdzelités 1ényegét,
¢s hatarozza meg a batorsagi tényezo célszertli, konvergenciat biztosito értéktartomanyat!

Rajzolja le a skalar Kalman szird blokkvazlatat, és vezesse le a szlird optimalis
paramétereit megado ortogonalitési feltételeket!

Egy autonom diszkrét idejii rendszer allapotatmenet matrixa: 4 = diag < 0.9,—0.9 >,
megfigyelési matrixa € = [1,1]. Hatarozza meg a rendszerhez illesztett megfigyelé G
erdsités matrixanak elemeit tigy, hogy a megfigyel6 véges 1épésben konvergaljon!

Adja meg N=4 esetére a diszkrét Fourier és a diszkrét Walsh transzformacié matrixait!
Hatéarozza meg azt a 4*4-es matrixot, amely a diszkrét Fourier transzformalt matrixabol
kiindulva el6allitja a diszkrét Walsh transzformacié matrixat (W = VF)!

Adja meg annak a jelnek a diszkrét iddfiiggvényét, amelyet az (1, 1-j, 1, 1+j) értékd
Fourier transzformalt jellemez!

- _ (-pz7t
Valositsa meg a H(z) = Py
le a szir6 blokkvazlatat! Hatdrozza meg a szlird atvitelét nulla frekvencian, és a
mintavételi frekvencia felénél! Hova célszerli helyezni a rezonator polust?

atviteli fliggvényt rezonator alapu strukturaval! Rajzolja

A megfeleld elséfokl, komplex egylitthatds rezonatorok atviteli fiiggvényébdl kiindulva
vezesse le egy masodfoku, valds egylitthatos diszkrét rezonator atviteli fliggvényét!
Rajzoljon fel egy olyan szamitasi vazlatot, amely ezt az atviteli fliggvényt valositja meg!
Adja meg a strukttra transzponaltjat, és bizonyitsa be, hogy ennek az atvitele ugyanaz!

Vezesse le annak feltételét, hogy a visszacsatolt rezondtoros struktira eredd atvitele ne
haladja meg az egyet!

Rajzolja fel a masodfokll polinomialis szliré blokkvazlatat!

N=5 esetére tervezzen véges impulzusvalaszii sziir6t a frekvencia-mintavételi eljaras
segitségével! A szlird atvitele nulla frekvencian egységnyi, 0.2*fm és 0.4*fm frekvencian
(fm a mintavételi frekvencia) pedig nulla. Rajzolja fel a szlir6t magvaldsitd szamitas
blokkvazlatat, ¢€s vezesse le az amplitido karakterisztikdajadt megadod Osszefliggést!
Mekkora a sziir6 atvitelének abszolut értéke 0.1*fy frekvencian?
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